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CONVERSA INICIAL

Nesta aula, sera apresentado a vocé um aprofundamento em alguns
temas complementares aos estudos sobre big data. Inicialmente, serao
apresentadas algumas tecnologias que podem nao estar diretamente
relacionadas ao Hadoop, mas que podem servir como alternativas muito
interessantes e que podem ser encontradas no desenvolvimento de diversas
aplicacdes de big data existentes. Em seguida, vamos explorar a abordagem de
gerenciamento de dados armazenados em formato natural, conhecida como
data lake. No tema seguinte, aprofundaremos o desenvolvimento de sistemas de
recomendacao utilizando big data. No quarto tema de nossa aula, conheceremos
alguns detalhes sobre as plataformas de computagcdo em nuvem. E, por fim,
exploraremos os principais pontos no desenvolvimento de projetos de arquitetura

de big data.
TEMA 1 - OUTRAS TECNOLOGIAS

Ja conhecemos em detalhes muitas das principais tecnologias do
ecossistema Hadoop, no entanto, podemos destacar mais algumas aplicacdes

gue podem ser muito Uteis para o desenvolvimento de solucdes de big data.
1.1 Impala

Impala é um motor de consultas SQL mantido pela Fundacédo Apache
para executar em clusters Hadoop e que oferece a capacidade de atuar como
banco de dados analitico massivamente paralelo. Entre as suas principais
caracteristicas destaca-se a possibilidade de realizar consultas SQL de baixa
laténcia de dados armazenados em HDFS e HBase sem exigir movimentacéo
ou transformacdo de dados. Essa ferramenta foi projetada para consultas
analiticas em Haddop utilizando SQL ou ferramentas de business inteligence
(Bl). Com isso, o Impala é capaz de realizar processamento de dados em larga
escala e consultas interativas no mesmo sistema através dos mesmos dados e
metadados, ou seja, essas operacdes podem ser realizadas sem a necessidade
de migrar conjuntos de dados para sistemas especializados ou formatos
proprietarios apenas para efetuar a analise dos dados.

A decisdo de arquitetura do Impala de acessar os dados em HDFS ou

HBase diretamente tem como consequéncia a reducdo de laténcia. Assim, é




possivel obter desempenho muito maior do que aplica¢cdes semelhantes como o
Hive, dependendo do tipo de consulta e configuragdo. Uma vez que o
processamento € realizado localmente em cada nd, gargalos de rede sao
evitados. Isso permite que toda operagédo ocorra sem a conversao de formatos
de dados e, com isso, todos os dados podem ser consultaveis sem atrasos.

1.2 Accumulo

O Accumulo é um projeto da Fundacgdo Apache inspirado no sistema de
armazenamento distribuido BigTable, do Google, ou seja, seu modelo de dados
€ baseado em armazenamento de chave-valor. O Accumulo foi projetado para
utilizar o HDFS para armazenar os dados. Uma das principais caracteristicas do
Accumulo é a seguranca em nivel de célula, pois cada par chave-valor possui 0
seu proprio rétulo de seguranca que tem a capacidade de limitar os resultados
de uma consulta baseado nas autorizacdes de acesso do usuario. Dessa forma,
€ possivel armazenar dados com diferentes requisitos de seguran¢ca na mesma
tabela. Outra caracteristica importante € o mecanismo de programacdo capaz
de modificar pares chave-valor durante processos de gerenciamento de dados
através do uso de iteradores (SortedKeyValuelterators), que sdo abstracdes que
permitem a implementacao de operacgdes diretamente no conjunto de servidores
gue armazena os dados (TabletServers). Desse modo, € possivel realizar

operacdes de transformacdes nos dados assim que sao inseridos.

1.3 Redis

Redis € um sistema open source de armazenamento de dados em
memoria utilizado como banco de dados, cache e agente de mensagens
(message broker). Seu nome € um acrénimo de REmote Dictionary Server
(servidor de dicionario remoto). O Redis possui uma arquitetura mestre-
subordinado que replica os dados de forma assincrona por varios servidores. O
sistema de armazenamento do Redis é baseado em uma estrutura de dados de
chave-valor em que os dados se localizam na meméria do servidor. Dessa forma,
€ possivel reduzir o tempo de busca, uma vez que a quantidade de acessos a
disco € reduzida. No entanto, o Redis também €& capaz de fornecer o
armazenamento de dados em disco como forma de garantir a persisténcia dos

dados e sua rapida recuperacdo em caso de uma interrupgao.




O Redis foi projetado inicialmente para ser um cache na meméria para
reduzir o tempo de acesso a bancos de dados, porém, suas caracteristicas o
fazem uma aplicacéo extremamente versatil. A estrutura de dados chave-valor
permite que chaves facam o mapeamento para dados em diversos tipos,
podendo ser dados de texto ou binérios limitados a 512 MB. Além disso, 0s
dados no Redis podem ser configurados com tempo de vida (TTL), ou seja, cada
chave pode ser configurada para ser removida automaticamente depois de
determinado periodo de tempo. Isso permite que o Redis seja bastante utilizado
como gerenciador de sessdes. Além disso, ele também é utilizado para a
implementacéo de chat e sistemas de mensagens, filas, classificagdes em tempo

real ou limitadores de taxas.
1.4 Ignite

Ignite € um projeto mantido pela Fundacao Apache que pode ser definido
como uma plataforma de computacdo em memoéria escalavel, distribuida e
tolerante a falhas para aplicacdes de tempo real que pode processar terabytes
de dados em velocidade de memadria. Uma de suas principais caracteristicas €
a capacidade de atuar tanto como uma camada de cache quanto como um
sistema de armazenamento completo. Isso quer dizer que o Ignite € um sistema
de computacdo em memoria com a capacidade de armazenar dados em disco.
Dessa forma, ele pode atuar como um banco de dados em memdéria, um data
grid em memoria ou como um banco de dados escalavel horizontalmente. O
Ignite pode ser entendido como um substituto do Redis, porém a principal
diferenca é que o Ignite possui caracteristicas mais voltadas a um banco de

dados, como a garantia das propriedades ACID, suporte a SQL.
1.5 NiFi

NiFi € um sistema de processamento e distribuicdo de dados que utiliza
grafos dirigidos para automatizar e gerenciar fluxos de dados entre sistemas
mantido pela fundacdo Apache. Dessa forma, o NiFi foi projetado para enfrentar
os desafios que envolvem plataformas de processamento baseado em fluxos.
Entre os seus pontos mais fortes, destacam-se o oferecimento de uma interface
web para projetar, controlar e monitorar fluxos de dados. O NiFi permite

configurar o nivel de perda de dados, garantia de entrega, laténcia, vazao,




priorizacdo dinamica, alteracdo de fluxos, seguranga, entre outras

caracteristicas. Alguns dos principais conceitos do Nifi incluem:

e FlowFile: é o pacote de informacao (Information Packet) que representa
0s objetos de dados que se movimentam entre 0s sistemas.

o FlowFile processor: sdo os elementos processadores de fluxos de
dados que realizam operagcdbes como roteamento de dados,
transformacao ou mediacéo entre sistemas.

e Conexdao: séo os elementos que fazem a ligagéo entre os processadores
de fluxos de dados. Atua como uma espécie de buffer ou fila, que pode
ser utilizada para priorizar certos dados dinamicamente.

e Flow controller: € um scheduler utilizado para definir a ligacdo entre os
elementos do fluxo. Atua como um intermediario para facilitar a troca de
FlowFiles entre os processadores de fluxos de dados.

e Process group: é um subconjunto de processadores de fluxos de dados

e conexdes capazes de receber dados e produzir resultados.

1.6 Ambari

Ambari € uma ferramenta que fornece uma interface Web facil e intuitiva
baseada em uma API REST para o provisionamento, gerenciamento e
monitoramento de clusters Hadoop capaz de realizar a integracdo do Hadoop
em uma infraestrutura ja existente. Em sua interface, o Ambari exibe diversas
ferramentas para monitorar o seu cluster Hadoop. Por exemplo, é possivel
monitorar a capacidade de armazenamento do cluster, a quantidade de nos
ativos, a utilizacdo de memoaria, rede e CPU, a carga do cluster, entre muitos
outros detalhes. Além disso, o Ambari fornece uma interface para realizar a
ativacdo, a desativacdo, 0 gerenciamento e utilizacdo de diversos dos
componentes de um cluster Hadoop. Para isso, o Ambari divide os componentes

do Hadoop em trés categorias:

e Core Hadoop: componentes basicos do Hadoop, como o HDFS e o
MapReduce.

e Essential Hadoop: componentes projetados para facilitar o trabalho com
0s componentes do Core Hadoop. Inclui componentes como: Pig, Hive,

HBase e Zookeeper.




e Hadoop Support: conjunto de componentes que permitem o0
gerenciamento e o monitoramento de uma instalacdo Hadoop e permite

conectar o Hadoop a um cluster.

TEMA 2 - DATA LAKE

Ja sabemos que a maior parte do tempo gasto em um projeto de anélise
de dados se concentra nas tarefas que envolvem o gerenciamento de dados tais
como a identificagéo, limpeza e integracdo dos dados. Segundo Chessell et al.
(2014), isso ocorre por trés motivos principais:

e Os dados estdo espalhados em diversas aplicacbes e sistemas de
negoécios;

e Os dados frequentemente precisam ser reorganizados e reformatados
para serem mais facilmente analisados;

e Os dados devem ser atualizados frequentemente para manter a sua

relevancia.

Diferentemente de outras estratégias de armazenamento de dados
como data warehouse e data mart, que consistem em dados extraidos de
sistemas transacionais, ou seja, sdo formados por dados estruturados, como ja
sabemos, os dados que utilizamos no processamento de big data podem ser
estruturados em diferentes formatos, semiestruturados ou nem precisam ser
estruturados, pois sdo dados que podem vir de sistemas completamente
diferentes decorrentes de necessidades muito diferentes. Portanto, esses
modelos de armazenamento de dados ndo se mostram apropriados para tais
aplicacdes. Por isso, é muito dificil a manutencéo de sistemas de obtencéo de
dados para analise e, portanto, se mostra muito necessaria para a criacdo de
uma estrutura de governanca de dados que possa incorporar dados processados
ou ndo de forma que possam ser utilizados por ferramentas de big data para a
geracao de informacdes valiosas através da andlise de tais dados.

O termo data lake foi inventado e descrito pela primeira vez por James
Dixon em seu blog, em 2010, da seguinte forma:

Se vocé pensar em um data mart como uma loja de garrafas de agua
(dgua limpa, embalada e estruturada para ser consumida facilmente),
0 data lake seria um corpo de agua maior em estado natural. O
conteudo do data Iflui a partir de uma fonte que preenche o lago e

varios usuarios do lago podem vir e examinar, mergulhar ou colher
amostras. (Dixon, 2010)




Uma vez que se trata de dados em seu estado natural para uma
comunidade de usuarios, o conceito de data lake se mostra muito mais adequado
a solucbes de big data, nas quais um data lake corresponde a um conjunto de
dados de diversas fontes que sdo armazenados sem que sejam transformados
e onde os dados sO serdo transformados e terdo esquemas aplicados para
atender as necessidades de sua analise. Um data lake pode, entdo, receber
guaisquer dados e seus dados podem ser livremente atualizados.

No entanto, sem um gerenciamento adequado, os dados podem se
degradar a um estado onde ndo existe mais como saber a sua confiabilidade,
fazendo com que percam seu valor e o data lake se torne em um tipo de pantano
(data swamp) que ndo permite mais a extracdo de informacdes uteis. Para que
o valor dos dados contidos em um data lake ndo seja perdido, faz-se necessario
criar uma solucdo de data lake que inclua as noc¢cbes de gerenciamento,
acessibilidade e governanca. Para muitos, essa solugcdo é uma adaptacao de
data lake chamada de data reservoir (ou reservatorio de dados) (Chessell et al.,
2014). Um data reservoir pode ser compreendido como um data lake capaz de
catalogar e proteger os seus dados.

Dessa forma, a estratégia de armazenamento de dados data lake pode
oferecer uma reducédo de complexidade, que as estratégias data warehouse e
data mart ndo sdo capazes de oferecer, uma vez que, para atender a mesma
demanda que um unico data lake é capaz de atender, faz-se necessaria a
utilizacdo de diversos desses sistemas. Isso também gera impacto no custo e
eficiéncia desses sistemas. Além disso, data lakes com bons esquemas de
governanca sao capazes de trazer mais transparéncia para o uso dos dados.

Um dos principais conceitos que envolvem a governanca de dados é o
conceito de metadado que, em outras palavras, sdo as informacdes que se
podem obter a respeito dos dados em si. Ou seja, sdo os dados que 0s sistemas
de data lake utilizam para gerenciar os seus dados e permitem a governanca de

dados. Os metadados podem ser divididos em trés categorias:

e Metadados técnicos: sdo os metadados que fornecem informacdes a
respeito da forma ou estrutura dos dados, como tamanho, tipo de dado,
esquema.

e Metadados operacionais: sdo os metadados que fornecem informacdes

sobre a cadeia de fornecimento dos dados como qualidade, perfil,




proveniéncia dos dados, e a sua linhagem, ou seja, sua cadeia de
fornecimento.

e Metadados de governanca (ou de negocio): sdo os metadados que
fornecem a terminologia de negdcio de cada dado, ou seja, sdo as
informacdes a respeito do que os dados representam para o usudrio final
e que podem ser utilizadas para tornar mais facil encontrar e entender tais
dados, como tags, descritores, nomes de negdécios, qualidade e regras de

mascaramento.

Uma vez que os metadados s&o armazenados, eles permitem a
possibilidade de buscar, localizar e aprender sobre os dados disponiveis no data
lake. Para isso, € necessario gerenciar uma camada adicional para armazenar e
catalogar os metadados. Essa é a primeira garantia que impede que o seu data
lake se torne um data swamp. Dessa forma, € necessario que todos os dados
gue sejam inseridos no data lake passem por um processo de criacéo e extracao

de metadados.
2.1 Maturidade de data lake

A importancia de se trazer dados em seu formato natural para o sistema
de armazenamento € que esses dados podem ser utilizados para analise de
autoatendimento (self-service analytics), que € uma abordagem de analise mais
avancada, em que os consumidores dos dados possuem a habilidade de
explora-los diretamente. Essa analise possui grandes desafios no que se refere
a governanca e a seguranca de dados. A governanca da informacdo de um
projeto de big data (ou seja, a atitude tomada em relacdo ao gerenciamento de
seus dados) se manifesta diretamente nos resultados obtidos por ele, uma vez
gue permitem garantir seguranca, organizacdo, catalogo das informacbes e
acessibilidade aos dados. No entanto, o grande volume que o big data pode
atingir nos mostra que nao € pratico aplicar um conjunto rigido de processos
sobre todo o conjunto de dados. Para isso, Gorelik (2019) define alguns estagios

de maturidade de um data lake:

e Data puddle (ou poca de dados): estagio inicial onde os dados de um
data mart sdo utilizados em conjunto com tecnologia big data.
Normalmente, é o primeiro passo na ado¢do de uma estratégia de Big

Data dentro de uma organizagéo. Essas estruturas possuem um escopo




limitado e possuem o propésito de atender as necessidades de um time
ou um projeto especifico, muitas vezes servindo para atender a uma
demanda por processos que exigem um uso intenso de computacao e
dados. Ou ainda servindo de local de testes para cientistas de dados. Sua
construgdo e manutengédo exigem um alto envolvimento de uma equipe
técnica.

e Data ponds (ou lagoa de dados): estdgio em que a organizagdo possui
uma colecao de data puddles, ou seja, na prética funciona como um data
warehouse mal projetado, com diversos data marts para propositos
especificos, que utilizam tecnologia big data, porém, comparado com data
puddles, utilizam tecnologias mais baratas e escalaveis que data
warehouses e data marts relacionais. Nao possuem muitas vantagens,
uma vez que continuam com limitagcbes semelhantes aos data puddles e
nao colaboram para melhorar o acesso aos dados, nem para a tomada de
decisbes de negdécio baseadas em dados.

e Data lake (ou lago de dados): difere do data pond no sentido em que
suportam analise de autoatendimento, ou seja, 0s usuarios Sao capazes
de realizar buscas e localizar dados diretamente. Além disso, sdo capazes
de armazenar dados que ndo possuem proposito em nenhum projeto
atual, mas que podem ser Uteis para usuarios de negocios.

e Data ocean: o oceano de dados expande o conceito de data lake para
toda uma organizagcdo. Dessa forma, todos os dados da organizacao
estdo disponiveis para analise de autoatendimento e decisbes

estratégicas de negocios baseados em dados.
TEMA 3 — SISTEMAS DE RECOMENDACAO

Sistemas de recomendacéo sdo uma classe de aplicacées que buscam
prever a reacao dos usuarios em relacdo a um conjunto de op¢des. Dessa forma,
esses sistemas sdo capazes de fornecer uma experiéncia personalizada para
cada usuario, muitas vezes com o intuito de oferecer op¢des mais adequadas.
Para isso, esses sistemas buscam encontrar relacdes entre suas distintas partes,
seja por meio da comparacdo de acdes passadas de forma a permitir uma
predicdo de quais sdo as acdes futuras mais provaveis, seja por meio da

comparacao entre as caracteristicas de cada elemento.




Atualmente, qualquer servico que ofereca acesso a conteudo pode
possuir um catalogo imenso. Em muitos casos, 0s usuarios ja sabem de antemao
0 que desejam. Dessa forma, o usuario pode acessar o conteldo por meio de
uma simples busca pelo catdlogo, porém, em outros casos, 0S USU&rios nao
sabem exatamente o0 que querem e é aqui que os sistemas de recomendacao
se tornam necessarios. Assim, o sistema recomenda ao usuario certos produtos
gue ele acredita ser de interesse baseado nas informacdes que ele sabe do
usuario. Entdo, podemos dizer que a necessidade de sistemas de
recomendacao surgiu devido a dificuldade em divulgar catdlogos imensos de
forma mais eficiente. O desafio aqui pode ser explicado através do fendmeno da
cauda longa (the long tail). Esse fenbmeno € baseado em uma caracteristica
conhecida de algumas distribuicdes estatisticas que diz que a maioria das
ocorréncias correspondem a uma minoria dos itens na distribuigéo.

Lojas fisicas possuem uma limitacdo de quantos produtos podem
possuir em suas prateleiras, por isso precisam escolher quais produtos deseja
expor para seus usuarios. Nesse cenario, a recomendacao é bastante simples:
uma vez que o vendedor ndo é capaz de conhecer suficientemente a todos 0s
usuarios, a escolha de quais produtos devem ser expostos se baseia em
numeros agregados. Ou seja, para maximizar suas vendas, o lojista deve
escolher expor os produtos mais populares em suas prateleiras. Dessa forma, o
fendmeno da cauda longa é capaz de distinguir sistemas limitados como os das
lojas fisicas dos sistemas on-line que ndo possuem uma limitacdo de espaco
para exibir seus produtos. Na Figura 1, o grafico representa o fendmeno da
cauda longa em que o eixo vertical representa a popularidade (a quantidade de
vendas) dos produtos, representados de forma ordenada no eixo horizontal. Nele
podemos observar que o volume de vendas estd concentrado em uma parte
reduzida dos produtos e que ha um ponto de corte onde a partir do qual ndo ha
viabilidade para o lojista explorar. Essa parte da curva é denominada de cauda

longa.




Figura 1 — Cauda longa
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Fonte: Leskovec; Rajaraman; Ullman, 2010.

Por outro lado, os sistemas on-line ndo possuem tal limitagdo e podem
explorar toda a faixa de itens. Por essa razdo, o catalogo de sistemas on-line
costuma ser muitas vezes maior que o catalogo de lojas fisicas. No entanto, a
existéncia de tantos itens é um desafio para qualquer usuario encontrar os itens
de seu interesse. Dessa forma, podemos dizer que mais opc¢des de escolha
exigem melhores filtros. Além disso, vale a pena observar que esses sistemas
nao sao Uteis apenas para sistemas de venda ou recomendar musicas, filmes e
podem ser utilizados em redes sociais para selecionar a lista de postagens que
aparecera no feed de cada usuario e, até mesmo, os motores de busca podem
funcionar como sistemas de recomendacdo, uma vez que passem a retornar
buscas direcionadas a determinado perfil de usuéario. Esses sistemas tém em
comum a caracteristica de proporcionar ao Uusuario uma experiéncia
personalizada, ou seja, eles levam em consideracdo a relacdo entre as
caracteristicas ou comportamentos do usuario em relacdo aos itens com que

interage.
3.1 Tipos de recomendadores

Os sistemas de recomendacdo podem ser divididos em grupos

baseados em como sao construidos:




e Editoriais ou curadorias: sao as listas de recomendacdes criadas a
mao. Normalmente, levam em consideracéo os interesses de quem esta
criando, por exemplo, uma lista de favoritos. Nao levam em consideracgéo
nenhuma caracteristica do usuario.

e Agregacdes simples: listas que agregam alguma caracteristica do
préprio contetdo. Por exemplo: Top 10, listas de popularidade, mais
recentes. Essas listas podem até levar em consideracdo algum fator
relacionado com seus usuarios, por exemplo, a soma de intera¢cfes que
a totalidade de usuérios tem com o contetdo (vendas, views etc.).

e Recomendadores individualizados: sédo as recomendacdes que levam
em conta as caracteristicas dos usuarios e dos produtos para gerar uma
experiéncia personalizada para cada usuario. Aqui podemos elencar os

sistemas de recomendac&o que nos interessam nesse tema.

Os recomendadores individualizados utilizam uma funcdo de utilidade
gue recebe um usuario e um item e 0s mapeia a uma avaliacdo. Dessa forma, é
possivel criar uma matriz de utilidade com a avaliagdo que cada usuario faz de
cada item. Obviamente trata-se de uma matriz esparsa, uma vez que, na maioria
dos casos, 0s usuarios avaliam apenas uma parcela muito pequena do conjunto
de itens disponiveis. Existem duas formas de se obter avaliacfes de usuarios. A
primeira delas séo as avaliagGes explicitas, que é quando o usuario ativamente
determina uma nota de avaliacdo para o item. No entanto, apenas uma minoria
dos usuarios realiza avaliacdes, logo ndo escalam muito bem. A outra forma séo
as avaliacOes implicitas em que o sistema determina as avaliacdes de acordo
com o comportamento do usuario.

Uma vez que temos avaliacdes que representam a relacdo entre cada
usuario e cada item, podemos obter a matriz de utilidade. Ela € muito importante
para os sistemas de recomendacéo, pois as recomendacfes se baseiam nas
previsbes de preenchimento das avaliacbes desconhecidas. Existem duas
principais abordagens para isso: recomendacfes baseadas em contetdo
(content-based recommendations) e filtragem colaborativa (collaborative

filtering).




3.2 Content-based recommendations

7

A ideia principal dessa abordagem é recomendar ao usuario itens
parecidos, ou seja, com caracteristicas semelhantes aos que ele avaliou. Dessa
forma, o foco dessa abordagem esté nas caracteristicas dos itens. A similaridade
entre diferentes itens esta baseada na similaridade de suas caracteristicas.
Portanto, € importante construir um perfil para cada item que represente suas
caracteristicas e possa ser comparado para fins de calcular a similaridade com
outros perfis de itens. E conveniente pensar em um perfil como um vetor de
caracteristicas. Da mesma forma, o perfil de um usuério é construido baseado
em suas interacdes com os itens. Podemos pensar que os perfis de usudrios séo
calculados por uma soma ponderada (levando em consideracdo a avaliagao do
usuario) dos perfis de itens avaliados. Assim, € possivel realizar predicbes de
avaliacdo, ou seja, é possivel inferir qual sera a avaliacdo de um item para
determinado usuario através de seus perfis.

As vantagens de usar essa abordagem incluem a ndo dependéncia entre
usuarios, o que significa que ndo séo necessarios dados de outros usuarios para
recomendar itens a um usuario. Isso também indica que é possivel fazer
recomendacdes para usuarios com gostos especificos. Além disso, ndo sao
necessarias avaliacfes prévias. Um usuario pode receber recomendacdes de
um item novo assim que ele € inserido e também permite que a recomendacao
possa ser explicada, uma vez que se conhecem as caracteristicas que levaram
ate ela.

As desvantagens incluem a dificuldade em encontrar as caracteristicas
adequadas. Ndo é uma tarefa simples definir quais sdo as melhores
caracteristicas para descrever um tipo de item. Outra desvantagem € a
superespecializacdo, ou seja, itens fora do perfil de contetido do usuario nunca
sdo recomendados. Multiplos interesses séo ignorados, assim como nao levam
em consideracao a popularidade desses itens. Por fim, existe a dificuldade de

criar perfis para novos usuarios, uma vez que estes nao avaliaram nenhum item.
3.3 Collaborative filtering

A abordagem de filtragem colaborativa (ou collaborative filtering) parte
do pressuposto de que usuarios com avaliacbes semelhantes podem ser

utilizados para estimar a avaliagdo que um deles fara de determinado item. Para




isso é necessario calcular a similaridade entre os usuérios, ou seja, 0 quanto as
suas avaliacdes sdo parecidas. Algumas estratégias podem ser utilizadas para
isso, porém a que apresenta os melhores resultados € a Pearson Correlation.
Essa forma de calcular a similaridade entre dois perfis de usuarios utiliza o
calculo do cosseno entre dois perfis normalizados pela subtragdo da média para
cada usuério. Dessa forma, a avaliagcdo média de cada usuario se torna zero,
eliminando a distor¢des. Levando-se em conta o célculo de similaridades de
perfis de usuérios, podemos realizar a predicédo de avaliagbes para dado usuario
através da média das avaliacdes do conjunto de usuérios mais semelhantes a
ele ponderada pela soma das similaridades do conjunto de usuérios
semelhantes.

Podemos aplicar o mesmo principio para as avaliagcdes entre itens (ou
Item-Item collaborative filtering). Dessa forma, para estimar a avaliacdo que
determinado usuario podera fazer para determinado item, deve-se buscar por
itens avaliados pelo usuéario com avaliag6es semelhantes. Para isso, as mesmas
funcdes de métrica e predicdo do modelo de avaliagéo entre usuarios (User-User
collaborative filtering). Ambos os modelos de avaliacdo possuem abordagens
complementares. Na pratica, 0 modelo de avaliacédo entre itens possui melhores
resultados para a maioria dos casos, pois itens séo relativamente mais simples
gue usuarios, portanto, a similaridade de itens € mais significativa que a de
usuarios.

Além disso, a grande vantagem da abordagem de filtragem colaborativa
€ gue pode ser aplicada a qualquer tipo de item e ndo é necessaria nenhuma
selecédo de caracteristicas. Enquanto que o ponto fraco de tal abordagem é a
necessidade de uma quantidade minima de usuarios para comparar
similaridades. Os dados séo esparsos, ou seja, € dificil encontrar usuarios que
avaliaram os mesmos itens e ndo é possivel recomendar um item que nunca foi
avaliado. Por fim, temos de considerar o viés de popularidade, ou seja, a
tendéncia de que os itens mais populares sejam mais recomendados por serem

normalmente melhor avaliados.
3.4 Métodos hibridos

E possivel adicionar métodos de uma abordagem em outra abordagem,
por exemplo, ao adicionar métodos baseados em contetdo (content-based) em

uma filtragem colaborativa. Dessa forma, € possivel criar perfis de item para




resolver o problema de novos itens que nunca foram avaliados em uma filtragem
colaborativa. Além disso, € possivel implementar mais de um recomendador
diferente e combinar as suas predi¢des utilizando, por exemplo, abordagens que
empregam modelos lineares, por exemplo, o uso de informac¢des demogréficas

para lidar com o problema de perfis de novos usuarios.
3.5 Avaliacao de sistemas de recomendacgao

Sistemas de recomendac¢ao podem ser avaliados por meio da remocao
de uma parte do conjunto de dados da matriz de utilidade. Dessa forma, o0s
valores removidos sao calculados pelo sistema de recomendacao. Em seguida,
os dados estimados podem ser comparados com os dados conhecidos que
foram removidos da matriz de utilidade por meio do célculo da raiz do erro médio
guadratico (RMSE, em inglés). A RMSE € uma medida muito utilizada para aferir
a qualidade de um modelo e funciona como uma medida analoga ao desvio

padrdo, sendo capaz de explicitar a diferenca entre a predicéo e o valor real.
TEMA 4 - COMPUTACAO EM NUVEM

Como vimos em nossos estudos, a metodologia de processamento de
big data permitiu a captura, o armazenamento e a analise de imensas
guantidades de dados. Além disso, a arquitetura Hadoop permitiu a
implementacéo de clusters em maquinas comuns. Com isso, podemos analisar
dados de muitas fontes que antes eram ignoradas como logs, dados de
sensores, informacdes de redes sociais e muitos outros dados que ndo se
encontram armazenados em bancos de dados relacionais. A analise de dados
nao esta mais limitada aos dados estruturados, e agora pode incluir um volume
de dados cada vez maior. Aliado a isso, a tecnologia dos equipamentos de
armazenamento de dados continua evoluindo e, com isso, 0s precos do gigabyte
armazenado seguem a tendéncia de queda. No entanto, o volume de dados
sendo produzidos e que podem ser incluidos para analise tem crescido téao
rapido que mesmo todo esse desenvolvimento de tecnologias mais baratas para
processar e armazenar cada vez mais dados néo tem sido suficiente para que
muitas empresas pequenas e médias possam adotar essas tecnologias.

Dessa forma, surge como uma opcao viavel para essas empresas a

adocao de sistemas de cloud computing (ou computagdo em nuvem) para




armazenar e processar seus dados utilizando tecnologia de big data. Nesse
contexto, cloud computing representa o acesso de rede sob demanda a recursos
computacionais fornecidos por uma entidade externa. Ou seja, a cloud
computing permite o acesso a servigos de computagdo escaléaveis e elasticos
por meio da internet. Esses servicos podem oferecer as empresas uma reducao
de infraestrutura, bem como uma redugdo nos custos com licengcas e
manutencao de softwares especificos, além de permitir um ambiente viavel para
a implementacéo de tecnologias que fazem uso do processamento de big data
em empresas de pequeno e médio porte. Também devemos destacar que esses
sistemas podem servir como forma de testar novas tecnologias antes de a
empresa optar por fazer um investimento maior. Por outro lado, a preocupacao
com a seguranca e o controle dos dados séao pontos de discusséao.

Quando uma empresa investe em uma infraestrutura de cloud computing
interna a propria organizacdo, essa infraestrutura é classificada como privada,
em contraposicdo as infraestruturas de cloud computing publicas, que sé&o

aquelas abertas ao uso por organizagfes externas.
4.1 Modelos de servigo de cloud computing

Uma vez que a tecnologia de cloud computing se propde a oferecer
servicos para atender as demandas de computacdo de entidades externas,

podemos classificar os servi¢os oferecidos em categorias como:

e PaaS (platform as a service): a plataforma como um servi¢co pode ser
entendida como o uso de cloud computing para oferecer plataformas para
o0 desenvolvimento e uso de aplicacdes customizadas necessarias para
analisar grandes quantidades de dados. Ou seja, sdo aplicacdes que
oferecem solucBes para o design de aplicacdes, testes de aplicacao,
versionamento, integracdo, hospedagem, gerenciamento de estado, e
demais ferramentas de desenvolvimento. Esse tipo de servico pode
reduzir os requisitos para o desenvolvimento de novos sistemas, além de
permitir uma reducao de custos e riscos.

e SaaS (software as a service): software como um servico fornece as
empresas aplicacdes que sdo armazenadas e executam em servidores
virtuais. O custo de um servigco normalmente € cobrado por largura de

banda, tempo de uso e niumero de usuarios, e as empresas se beneficiam




de menores esforcos de administragdo e manutengcao das aplicacoes,
além da facilidade de acesso ao software em qualquer lugar. A principal
diferenca para o PaaS é que o modelo SaaS nao oferece uma solugéo
customizada enquanto que no modelo PaaS a empresa pode desenvolver
solucdes especificas as suas necessidades.

e laaS (Infrastructure as a Service): a infraestrutura como um servico
fornece acesso ao uso de equipamentos para recursos computacionais
como armazenamento, servidores, dispositivos de rede e outros tipos de
hardware. Portanto, podemos afirmar que, de certa forma, todos os
fornecedores de servigos de cloud computing o fazem sobre uma nuvem
de laaS. Além disso, esse modelo é muito utilizado para oferecer os
servigos de recuperacao de desastres, servicos de computacao, servicos
de armazenamento, servicos de data center, infraestrutura de desktop

virtual, entre outros.
4.2 Big data as a service

Os modelos de cloud computing descritos anteriormente podem ser
visualizados como camadas em um modelo de negdcios. Em tal modelo, a
camada mais basica seriam todos os servi¢os providos por um modelo laaS, que
incluem as instancias de computacdo, hardware ou maquinas virtuais,
armazenamento, rede e toda infraestrutura necessaria. Em uma camada
intermediaria seriam encontrados os servicos de um modelo PaaS, ou seja, em
tal camada se encontram as aplicacdes que fornecem uma plataforma para a
execucao de um software customizado para as necessidades do cliente tais
como servicos de banco de dados, gerenciamento de cluster, distribuicdo e
gerenciamento de processamento, entre outras aplicacdes. E em uma camada
superior se encontram 0s servicos de um modelo SaaS, que séo as aplicacdes

genéricas que sao utilizadas pelo usuario através de APIs, interfaces web.




Figura 2 — Big data as a service

Aplicacoes especificas do cliente

SaasS (Aplicacdes e interfaces)

PaaS (Ecossistema Hadoop)

laaS (Instancias de computacao)

Como podemos observar na Figura 2, um servico de big data

implementado sobre uma pilha de camadas de cloud computing naturalmente se

encontra na camada de PaaS, uma vez que consideramos o Hadoop, ou

qgualquer outra tecnologia de processamento e armazenamento distribuido,

como uma plataforma onde soluc¢des sao implementadas. Dessa forma, temos

variacdes de BDaaS (Big Data as a Service) que podem implementar a camada

de laaS, a camada de SaaS ou ambas na mesma nuvem.

4.3 Principais fornecedores de BDaa$

Podemos destacar algumas das principais empresas ho mundo que

fornecem servicos de big data por meio de servigcos publicos de cloud computing:

Amazon EMR: o Amazon Elastic MapReduce € a ferramenta de big data
da plataforma Amazon Web Services (AWS) que implementa as camadas
laaS e PaaS. Atualmente é a maior plataforma de big data em nuvem. O
EMR é baseado no Hadoop e permite utilizar ferramentas como Spark,
Hive, HBase, Flink, Presto, entre muitos outros servicos. O EMR processa
big data utilizando clusters Hadoop hospedados nos servidores virtuais da
nuvem publica Amazon Elastic Compute Cloud (EC2). Além disso, ele
implementa uma infraestrutura de armazenamento distribuida prépria, a
Amazon Simple Storage Service (S3), que substitui o HDFS.

Google Cloud Dataproc: € a ferramenta de big data do Google, que
fornece servigcos Spark e Hadoop, além de componentes como Hive,

HBase, Zeppelin, Zookeeper, Presto, Pig, entre outros. Implementa uma




combinacdo entre as camadas laaS e PaaS. O Cloud Dataproc esta
integrado com outros servigos do Google Cloud Platform, como BigQuery,
Cloud Storage, Cloud Bigtable, Stackdriver Logging e Stackdriver
Monitoring.

e Microsoft Azure: implementa uma integracdao entre laaS e PaaS, que
fornece servigos hospedados nos servidores virtuais de cloud computing
Azure virtual machines. O Azure também implementa servicos de
armazenamento (Azure blob storage), CDN, servico de containers
baseados em docker (Azure container services), processamento em lote
(Azure batch), computacao sem servidor (Azure functions), e um servico
para permitir o uso e gerenciamento de clusters Hadoop e Spark (Azure
HDInsight).

TEMA 5 — DESIGN DE ARQUITETURA BIG DATA

Uma vez que conhecemos 0s conceitos que envolvem a arquitetura big
data assim como as aplicacdes que implementam suas caracteristicas, podemos
pensar em como combinar todas essas tecnologias e ideias para o
desenvolvimento de um produto visando atender a alguma necessidade
existente. Devemos considerar também o impacto que tais tecnologias estéo
gerando na sociedade e nas empresas. Atualmente aplicacdes baseadas em big
data representam um papel chave no ponto de vista dos negdécios. No entanto,
o desenvolvimento de aplicacdes de big data enfrenta dificuldades maiores que
o desenvolvimento de sistemas baseados em tecnologias tradicionais. Esses
desafios podem surgir da dificuldade de selecionar quais tecnologias de big data
devem ser empregadas para cada tipo de necessidade. Além disso, também
existem desafios no que se trata da complexidade em integrar sistemas de big
data com os sistemas tradicionais existentes. Isso se expressa em algumas
estimativas que dizem que mais da metade dos projetos de big data ndo
conseguem ser postos em pratica. As solucdes de big data muitas vezes buscam
objetivos como otimizar processos de negdcios, adquirir vantagem competitiva,
otimizar operacgfes, entre muitos outros. Portanto, ao ndo conseguir concluir
esses projetos, as empresas falham em obter uma grande variedade de
resultados positivos.

No entanto, devido a complexidade de tal tarefa, ndo existe uma Unica

maneira de implementar uma aplicacdo de big data. Dessa forma, precisamos




das informagdes que serao utilizadas para guiar o desenvolvimento. Uma das
maneiras de se obter tais informacbes é o entendimento detalhado das
necessidades que a aplicacdo busca atender, ou seja, precisamos compreender
guestdes tais como quem serdo 0S USUarios, quais sao os problemas que a
aplicacdo deve resolver, quais os beneficios mais importantes para 0s
usuarios, como garantir que sabemos o0 que 0s usuarios querem e precisam e
como é a experiéncia para os usuarios. Dessa forma, é possivel obter os
requisitos-chave para o desenvolvimento.

Uma das abordagens que pode auxiliar na tarefa de criar uma boa
documentacdo que seja capaz de levantar o0s requisitos corretos para o
desenvolvimento de uma aplicacdo de big data evitando desperdicios e
garantindo que a tudo que estd sendo implementado esteja alinhado com as
necessidades do usuario é a abordagem de desenvolvimento de produtos da
Amazon conhecida como Working Backwards, ou trabalhando de tras para
frente. Esse método é utilizado na empresa para o desenvolvimento de novos
produtos focando no ponto de vista do usuario. Dessa forma, € possivel obter o
melhor entendimento sobre as necessidades do usuario e gerar documentacao
durante o levantamento de requisitos e antes de iniciar o desenvolvimento.
Assim, todas as decisdes de projeto acabam sendo tomadas de forma a otimizar
a solucéo do problema real.

A ideia dessa abordagem consiste em comecar pelo anuncio do produto,
ou seja, pela divulgacédo de um Press Release. Apesar do nome, esse anuncio
nao precisa ser um comunicado de imprensa e vai depender do contexto de sua
aplicacdo. Em muitos casos pode ser apenas uma comunicacao interna da
empresa para o desenvolvimento de uma ferramenta que sera utilizada apenas
internamente. O importante é que o produto seja anunciado na primeira fase para
gue os documentos de requisitos reflitam todas as criticas que o anuncio receber.
SO depois que 0s requisitos estiverem sido obtidos € que podemos comecar a
fase de projetar o produto que sera, entdo, desenvolvido. Dessa forma, o produto

final tende a ser melhor ajustado as necessidades dos usuarios.
5.1 Requisitos de aplicagoes big data

Quando estamos analisando os requisitos dos usuarios em relacdo a
uma aplicacdo de big data temos que considerar diversos fatores. Primeiro, é

importante destacar que devemos levar em consideracao a infraestrutura e a




experiéncia da equipe. E uma boa estratégia utilizar o conhecimento que a
equipe ja possui em vez de buscar uma tecnologia que seja nova para toda a
equipe. Muitas vezes vale mais a pena fazer uma substituicdo de tecnologia para
poder aproveitar algo que a equipe ja possui afinidade do que a solucao ideal,
porém desconhecida pela equipe.

Como sabemos, um dos principais aspectos a se considerar em big data
€ o tamanho dos dados que o produto devera manipular. Nesse ponto, o Working
Backwards nos lembra que todas as decisdes devem ser tomadas tendo como
foco o ponto de vista do usuéario. Dessa forma, ndo devemos utilizar uma
tecnologia de big data, como o0 armazenamento distribuido se o volume de dados
previsto ndo é tdo grande, ou seja, ndao devemos tomar decisdes de
desenvolvimento com base na tecnologia que queremos adotar, mas devemos
optar pela tecnologia que melhor atende ao cenario previsto. Deve-se tomar
especial atencdo ao tentar prever os requisitos para cenarios futuros. No caso
do armazenamento de dados, pode ser muito caro mover os dados para outro
lugar, uma vez que o local de armazenamento foi definido. Além disso, € preciso
definir quais serdo as formas de ingestdo de dados, ou seja, quais as tecnologias
disponiveis para que os dados possam ser incorporados ao sistema.

Vale a pena destacar que a solucdo mais simples normalmente é a que
vai atender melhor aos requisitos da aplicacdo. Escalar a complexidade de um
sistema para atender a uma demanda além do previsto ndo € uma boa
estratégia. Vocé pode aumentar os custos de manutencdo sem que haja
demanda para tal. Além disso, varias das tecnologias em big data séo
intercambiaveis e, dessa forma, podem ser substituidas facilmente. Tente
sempre avaliar qual € o minimo de infraestrutura necessaria para operar a
aplicacao.

E importante lembrar que, em alguns casos, os dados devem ser
mantidos armazenados no sistema por diversos motivos, como uma
necessidade de realizar auditorias, ou por necessidades juridicas, como € o caso
de muitas aplicacdes financeiras. Dessa forma, pode ser necessaria a
implementacéo de algum tipo de politica de retencdo de dados, como é o caso
de dados de navegacdo ou dados sensiveis de usuarios. E interessante que
sejam eliminados eventualmente por motivos de privacidade. Em casos como
esses, € interessante haver uma avaliacao prévia antes da implementacdo de

uma estratégia de armazenamento de dados, para que 0s requisitos avaliados




sejam atendidos pela politica de governanca dos dados. Além disso, também é
importante definir uma politica de expurgo, ou seja, procedimentos para a
remocao de dados que ndo sejam mais necessarios para nenhum propadsito.

Também é importante ressaltar que as medidas de seguranca
adequadas devem ser tomadas para proteger os dados dos usuarios. Vale
sempre a pena verificar com o departamento juridico da empresa se as
regulamentacdes de seguranca estdo sendo cumpridas em relacdo a legislacédo
de todos os paises onde a aplicacao estard em operacao.

Outro aspecto que podemos levar em conta é a relagédo do sistema com
o teorema CAP. Devemos avaliar quais as caracteristicas do teorema que devem
ser priorizadas, uma vez que o proprio teorema define que é impossivel garantir
os trés atributos (consisténcia, disponibilidade e tolerdncia a particdes)
simultaneamente. A falta de disponibilidade em alguns sistemas pode custar
muito dinheiro ou ser criticas a determinada aplicacdo. Para esses casos, deve
se optar por um sistema de armazenamento que garanta que cada requisicao
por dados deve receber uma resposta, mesmo que nao seja possivel garantir
gue a resposta contém o dado atualizado. Da mesma forma, um sistema que
depende que os dados requisitados sejam sempre 0s mais recentes, ou seja,
gue as transagfes nao se percam e sejam executadas em uma ordem
especifica, devem priorizar solucbes de armazenamento que garantam a
consisténcia.

Outra questdo muito importante trata dos padrdes de acesso dos
usuarios em relacdo ao sistema. Neste ponto, precisamos entender qual é o
tempo que o usuario precisa para ser atendido pela aplicacdo. E necessario
avaliar quais solucbes podem atender o usuario com um tempo de resposta
compativel com sua expectativa. Por exemplo, para sistemas que precisam
responder a requisicdes de usuarios em milissegundos, pode ser necessaria a
adocao de bancos NoSQL como HBase ou Cassandra.

Os dados armazenados devem ser atualizados frequentemente para que
as consultas possam ser Uteis aos usuarios. Dessa forma, é importante avaliar
com qual frequéncia de tempo o usudrio necessita que os dados sejam
reprocessados e qual é o tempo minimo para que isso ocorra. Para isso, é
possivel configurar tarefas por meio do Oozie para que os dados sejam
processados com a frequéncia necessaria. O que pode ser em questao de horas

ou dias, dependendo da demanda de atualizagéo e do tempo de processar 0s




dados. Em alguns casos, o0s usuérios podem necessitar de dados em tempo real,
ou préximo ao tempo real. Para esses casos é recomendavel utilizar solugdes
de streaming como Spark Streaming, Storm, Flume ou uma combinacao entre
Flink e Kafka.

FINALIZANDO

Nesta aula, exploramos alguns temas complementares. Diversos outros
temas poderiam ser explorados, uma vez que big data é uma area muito grande
e possui diversas intersec¢des com varias outras areas da computacao.

No primeiro tema, vimos outros médulos que ndo foram abordados com
tantos detalhes durante as outras aulas. Entre eles, as tecnologias de bancos
SQL Impala e Accumulo, as plataformas de processamento e armazenamento
em memoria Redis e Ignite, o sistema de processamento e distribuicdo de dados
através de grafos NiFi, e a interface web Ambari.

No segundo tema, discutimos as vantagens da abordagem de
armazenamento de dados data lake, a necessidade de realizar uma governanca
dos dados através de seus metadados e 0s seus niveis de maturidade.

No terceiro tema, aprofundamos a discussdo sobre os sistemas de
recomendacao. Discutimos os principais conceitos e motivacfes por tras dessa
tecnologia e os principais tipos de recomendadores. Além disso, analisamos
duas das principais abordagens de recomendacéao individualizada.

No quarto tema, conhecemos 0s principais conceitos a respeito da
computacdo em nuvem (cloud computing), detalhamos os principais modelos de
cloud computing, entendemos suas relacées com a ideia de big data as a service
e conhecemos as principais plataformas de big data oferecidas em cloud
computing.

Por fim, no quinto tema, revisamos os detalhes que devem ser levados
em consideracdo no design de um projeto de big data, bem como os principais

requisitos que devem ser elencados.
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