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CONVERSA INICIAL

O objetivo desta aula é apresentar os modelos de recuperacdo de
documentos e sua relagcdo com o modelo TF-IDF, utilizando-se exemplos dos
modelos vetorial e probabilistico. As métricas de comparacado de palavras para
contemplar as comparacgfes aproximadas também sédo abordadas, em particular
a distancia de Levenshtein e as métricas de similaridade de Jaro e Jaro-Winkler.
Outro tema a ser estudado é a tradugé@o automatica, uma tarefa por exceléncia
da area de NLP. Por fim, a analise de sentimento e minera¢gdo de opinido sera
estudada, mostrando-se entdo os desafios relacionados com as aplicacées que
visam identificar os sentimentos do usuario embutidos em documentos ou

sentencas.

TEMA 1 — MODELOS DE RECUPERAGCAO DE DOCUMENTOS E TF-IDF

1.1 Modelo Vetorial

Como estudado anteriormente nos modelos de recuperacdo de
documentos, o modelo booleano caracteriza-se por adotar valores binarios (0 ou
1) para os pesos dos termos de indexacéo e dessa forma € limitado para uma
descricdo mais precisa. O modelo vetorial lida com valores de pesos néo
binarios, de maneira que se torna possivel calcular graus de similaridade entre
os documentos armazenados e da prépria consulta do usuario. Pela ordenacédo
decrescente dos documentos deste grau de similaridade, o modelo vetorial
considera documentos que podem casar parcialmente com os termos de
consulta. Assim, os documentos sdo ranqueados de uma maneira mais precisa
(Baeza-Yates; Ribeiro-Neto, 2011, p. 77).

Para ilustrar a aplicacdo do modelo vetorial de busca de documentos, sera

utilizado o terceiro esquema, a seguir, que utiliza as seguintes férmulas:
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A formula (1) foi utilizada para calcular os pesos TF-IDF de conteudos

anteriores. A proposta agora é utilizar a férmula (2) para demonstrar como uma




consulta de termos permite o ranqueamento por graus de similaridade, conforme
0 modelo vetorial.

O calculo utiliza a formula do modelo vetorial utilizada em contetdos
anteriores, sendo colocada novamente a seguir para facilitar a demonstracéo do

exemplo:
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O grau de similaridade sera calculado, portanto, com base no produto
interno dividido pela norma. O produto interno usa o valor TF-IDF do termo de
busca pelo valor TF-IDF do termo de indexag&do, somando-se para todos 0s
documentos na colecao considerada. Como no termo de busca, a frequéncia do
termo € igual a 1 (o termo é colocado apenas uma vez na expressao de busca),
o valor TF é igual a 1; de forma prética, € como considerar apenas o valor IDF

da consulta, pois na férmula (2) o valor longiq =log,1=0. Na Figura 1 é

mostrado o calculo da TF-IDF e os valores IDF.

Figura 1 - Valores TF-IDF e IDF do exemplo

No. |Termo d, d, dy d, n; idf;
1|atmosfera - - - 2 1 2
2|contém - 2 1 2
3|enormes 2 1 2
4le - 2 - 2 1 2
5|errantes - - 2 1 2
6|estrelas 4 0
7 |fixas - - 2 1 2
8|galaxias - 2 - - 1 2
9|planetas - 0,415 0,415 1,073 3 0,415

10|sdo 2 - 2 - 2 1

11|sdis 1 1 2 1

12 (tem 1 - - 2 2 1

13| 6rbitas - - - 2 1 2
Norma |E;| 3,162 3,629 3,489 4,141

Fonte: Medeiros, 2021.

Utilizando-se a consulta para os termos “planetas errantes”, o calculo
pode ser visto no Quadro 1. A soma no numerador € referente ao produto interno

(tf — idf; vezes idf,) para cada termo da busca. O fator referente a norma do

termo de busca (o segundo fator, a raiz do denominador da equacéao (3)) sera

1G] = /22 +0,415% = 2,042.




Quadro 1 - Documentos ranqueados pelo modelo vetorial para a consulta dos

termos “planetas errantes” utilizando os pesos TF-IDF

Documento Célculo Rank
d : 5,21;2 9'24,}352' 2= 6,4?59 0,000
. 2R RO
. R UL
. O

Fonte: Medeiros, 2021.

Pode-se notar, portanto, que os valores do rank em ordem decrescente
ficam {ds,d4,d;,d;}, sendo o documento d; que contém os dois termos
apresentado em primeiro lugar.

Os valores do rank estdo normalizados, ou seja, estdo dentro da faixa
{0,1}. No modelo vetorial, o rank é entendido como o valor do cosseno entre o
angulo formado pelo vetor d; pelo termo de busca g. Desta forma, quanto mais
proximo de zero o valor do rank, mais ortogonal é o angulo entre eles, ou seja,
90°. Quanto mais proximo de 1, as retas tendem a ser coincidentes, proximas do

angulo 0° (Ver Figura 2).

Figura 2 - No modelo vetorial, (a) o angulo de 90° indica nenhuma correlacéo,
enquanto o angulo 0° (b) indica alta correlacdo entre os termos de indexacéo

com os termos de busca

o 90° q 0° q

(a) (b)

Fonte: Medeiros, 2021.




1.2 Modelo Probabilistico

Como visto anteriormente, o modelo probabilistico € um modelo que
considera o processo de recuperacdo de documentos considerando uma
descricdo de probabilidades de se encontrar os termos de busca nos
documentos de uma colecéo. Portanto, 0 modelo tenta estimar a probabilidade
de que o usuério ira encontrar um documento que seja de interesse. A partir de
uma consulta, existe um conjunto de documentos que contém exatamente 0s
documentos relevantes e nenhum outro. O célculo do grau de similaridade se da
mediante a razao dos documentos que sao relevantes para o usuario em relacao

aos documentos que néo séo.

Considere R como o conjunto de documentos conhecidos ou
pressupostos como relevantes para 0 USUArio em uma consulta g, € R

consistindo no complemento de R, ou seja, o conjunto de documentos nao

relevantes. Entdo P(R|E), q) é a probabilidade de que o documento d; com

representacao E; seja relevante para a consulta g. Por outro lado, P(R |E), q) é
a probabilidade de que o documento d; nao seja relevante para a consulta q. O
grau de similaridade sim(d;, q) do documento d; para a consulta g pode entéo
ser calculado:

P(R|d;,q) 4)

)= R0

Da mesma forma que a aplicagdo para o modelo vetorial, 0 modelo
probabilistico ser4 obtido mediante o uso da formula alternativa:
_ N+ 0.5
sim(d;, q) = 2 log (—)

kieq A\ kied; i +0.5 (5)

O Quadro 2 mostra o desenvolvimento do célculo para o modelo
probabilistico. Para o termo “planetas”, n, = 3 e para o termo “errantes”, n; =
1 (O indice esta de acordo com a Figura 1). Para o documento d,, 0s dois termos
nao aparecem; portanto, o rank & zero. Para os documentos d, e d,, encontra-
se o termo “planetas”, sendo que os dois termos ocorrem concomitantemente no

documento d;.




Quadro 2 - Documentos ranqueados pelo modelo probabilistico descrito no texto

para a consulta dos termos “planetas errantes”

Documento Célculo Rank

d, - 0,000

d, log, 2405 0,362
3+0,5

ds log, 2+05 + log, 2+05 1,947

3+0,5 1+0,5

d, log, 2405 0,362

3+0,5

Fonte: Medeiros, 2021.

Os documentos em ordem decrescente seriam, portanto, {ds, d,, d,, d,} ou
{d;,d,, d,,d,}. Caso algum termo venha a ocorrer em todos os documentos, 0
calculo do logaritmo para ele sera também zero. Por exemplo, caso o termo de

busca considerasse “estrelas”, tal termo aparece em todos os documentos; desta

4+0
4+0

. . ,5
forma, ng = 4 e o calculo seria log, = log, 1 = 0.

TEMA 2 — METRICAS PARA COMPARAGAO DE PALAVRAS — DISTANCIA DE
LEVENSHTEIN

No estudo das gramaticas constatou-se que o Iéxico (simbolos terminais)
armazena as palavras e termos importantes para uma linguagem. A grafia dos
simbolos é feita no momento da elaboracédo da gramatica, ndo se modificando
durante o uso. Quando tais palavras forem encontradas em um texto a ser
analisado, por exemplo, o processamento de uma conversagao em um chatbot,
elas serdo comparadas diretamente e, se houver o match (“casamento”) com a
sua grafia, serédo categorizadas na sua classe respectiva.

O problema acontece quando a grafia de uma palavra € feita de maneira
equivocada ou errénea. Por exemplo, as palavras “casa” e “caga” sao palavras
com sentidos diferentes e se forem encontradas em um texto em que estejam
trocadas, deixardo a frase sem sentido. Em outro caso, as palavras “casa”’ e
“ccasa” tem a intengdo do mesmo sentido, porém com grafia errada no segundo
caso. Tais erros sao comuns de acontecer em situacdes de conversacao e

trazem dificuldades adicionais ao processamento de linguagem natural.




Uma alternativa para o tratamento destas situagfes é considerar o match
aproximado de palavras, ao invés do match deterministico. Isto pode ser
conseguido mediante a aplicacdo de métricas que avaliem o quao proximas
estdo uma palavra ou frase de outra semelhante, ou que deveria ser igual. De
forma geral, as métricas buscam fazer uma avaliacdo de caracteristicas como a
proximidade das letras, bem como a ordem em que estédo colocadas de forma
relativa.

Portanto, uma métrica permite o calculo da distancia entre termos. Com
base na geometria, em que o célculo da distancia entre dois pontos pode ser
feito utilizando-se a distancia euclidiana, por exemplo, em NLP calcula-se a
distancia que um termo ou frase tem de outro termo.

As métricas de termos? (strings) ou métricas de similaridade séo a
classe de métricas baseadas em texto que resultam em uma pontuacdo de
similaridade ou dissimilaridade (ou seja, a distancia) entre dois termos em um
texto. Uma métrica de termos fornece um namero de ponto flutuante que indica
o nivel de similaridade com base na correspondéncia lexicogréfica simples
(Chen, 2012, p. 4). Por exemplo, a semelhanca entre “mag¢a” e “macga” pode ser
considerada muito mais do que “mac¢a” e “laranja” usando métricas de termos.

As métricas de termos tém sido amplamente aplicadas em varias areas,
como correspondéncia aproximada de termos, comparacao e busca fuzzy.
A verificagdo ortografica tornou-se uma das aplicagbes mais comuns. A partir
de um documento de entrada, um corretor ortogréafico precisa encontrar palavras
que foram digitadas incorretamente pesquisando em seu dicionario. Um corretor
ortografico recomenda possiveis candidatos correspondentes semelhantes as
palavras que nao estdo no dicionario com base nas métricas de termos. A
limpeza de dados é outra aplicacao significativa. As informacgdes de diferentes
fontes de dados geralmente apresentam varias inconsisténcias. A mesma
entidade do mundo real pode ser representada em formatos ligeiramente
diferentes. A limpeza de dados mantém a consisténcia das informacdes de
diferentes fontes de dados (Chen, 2012, p. 4).

As métricas de termos podem ser subdivididas em trés classes (Chen,
2012, p. 5-11):

! Para fins de praticidade na tradugdo, a palavra “string” foi substituida por “termo”. Além de
palavras simples, as métricas podem se referir a termos compostos também.




1) Métricas de edicdo: sdo uma das classes mais importantes que
permitem a determinacdo da distancia entre dois termos calculando o
custo da melhor sequéncia de operacdes de edi¢cdo para se converter um
termo em outro. Estas operacdes podem ser insercdo de caracteres,
exclusdo, substituicdo e transposi¢do. Existem vérias alternativas para
calcular a distancia por métricas de edicdo, por exemplo, a distancia de
Levenshtein, distancia de Hamming, distancia de Jaro, dentre outras.

2) Métricas Q-Gram: uma g-gram €& um subtermo consecutivo de um
tamanho especifico que pode ser usado como assinatura para todo o
termo. Q-gram € normalmente usada na correspondéncia aproximada de
termos, deslizando uma janela de comprimento g sobre os caracteres de
um termo para criar um numero de subtermos. Como g-gram pode ter
menos de q caracteres, os caracteres “#” e “%” sdo usados para estender
o termo prefixando-o com g — 1 ocorréncias de “#’ e sufixando-a com q —
1 ocorréncias de “%”. Quando q é igual a 1, o g-gram coincide com a
métrica de edicao.

3) Métricas vetoriais: a similaridade do cosseno é uma medida de
similaridade baseada em vetor (como estudado anteriormente em
recuperacdo da informacdo). O cosseno de dois vetores a, b pode ser
derivado usando a férmula do produto escalar a.b = |a||b|cos6. Os
termos de entrada a serem comparados sao transformados em vetores e
o grau de similaridade é obtido como o cosseno do angulo entre os

vetores.

A seguir, serdo estudadas algumas métricas de edicdo por meio de

exemplos.
2.1 Distancia de Levenshtein

A distancia de Levenshtein, uma das mais utilizadas, é uma medida da
semelhanca entre dois termos, o termo de origem s e o termo de destino t. A
distancia é o numero de insercdes, exclusdes ou substituicbes de caracteres
necessarias para transformar s em t. Quanto maior a distancia de Levenshtein,
mais diferentes sdo os termos entre si (Haldar; Mukhopadhyay, 2011).

O algoritmo para o célculo da distancia de Levenshtein é mostrado na

Figura 3. De forma geral, na inicializacéo € identificado o tamanho dos termos




de entrada e a construcdo da matriz com as dimensfdes dos termos. No
processamento, dentro do loop duplo, caso o caractere da coluna seja 0 mesmo
da linha e assuma a variavel, o custo sera zero; se for diferente, sera 1. Para
preencher o elemento d[i, j], este sera a escolha do valor minimo entre o valor
acima, o valor a esquerda e o valor na diagonal (acima e a esquerda) mais o
custo calculado anteriormente. O valor da distancia de Levenshtein sera o valor

da dlgima célula calculado, ou seja, d[n, m].

Figura 3 - Algoritmo para calculo da distancia de Levenshtein

Entrada: termos s, t

Passo 1 - Inicializagéao
a) Variaveis

n = comprimento de s
m = comprimento de t

b) Matriz

Construir matriz d[0..n,0..m]

Primeira linha da matriz = d[0,0..n] = 0..n
Primeira coluna da matriz = d[0..m,0] = 0..m

Passo 2 - Processamento
Paras[i], i = 1..n
Para t[j],j =1..m

Se sli] == t[j]:
custo = 0
Senéo
custo = 1
Faca d[i,j] = minimo entre:
d[i—1,j] + 1, /I célula acima mais um
dli,j —1] + 1, /Il célula a esquerda mais um

d[i —1,j — 1] + custo) /I célula acima e a esquerda
I (diagonal) mais o custo
Passo 3 - Resultado
Retorne d[n,m]

Fonte: Medeiros, 2021 baseado em Haldar; Mukhopadhyay, 2011.

Mostrando o funcionamento do algoritmo por meio de um exemplo,
imagine calcular a distdncia de Levenshtein entre as palavras “CAMPO” e
“CANTOR”. Como se pode notar, para transformar a primeira palavra na
segunda, sera necessario fazer duas substituicdes e uma insercdo. Na Figura 4
consta o exemplo inicializado, mostrando o preenchimento da primeira linha e da

primeira coluna.
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Figura 4 - Inicializag&o da matriz para o exemplo do texto

o O |-H|(Z|EFn
(LA | P | (2 = |

Fonte: Medeiros, 2021.

Em seguida, executa-se para cada linha e coluna o preenchimento dos
valores da matriz. O préximo valor sera zero pela coincidéncia das letras “C”. Na
célula da mesma coluna e abaixo, o valor sera o minimo escolhido entre 1+1=2
(acima), 2+1=3 (esquerda) e 0+1=1 (diagonal), sendo, portanto, 1. E assim,

sucessivamente, como mostrado na Figura 5.

Figura 5 - Execucao da segunda coluna para o exemplo do texto

AIM P|O
21314

LA

m o (2|P|0O
e R B R T S TS Y
(0 T N T T S S e T TS Y

Fonte: Medeiros, 2021.

Na coluna referente a letra “A” da palavra “CAMPQO” e a letra “C” da
palavra “CANTOR”, o valor a ser escolhido serd o0 minimo entre 2+1=3 (acima),
0+1=1 (esquerda) e 1+1=2 (diagonal), sendo, portanto, 1. A célula logo abaixo
sera zero, pela coincidéncia das letras “A”. Na célula indexada pela letra “N” da
palavra “CANTOR”, devera ser colocado o valor minimo entre 0+1=1 (acima),
2+1=3 (esquerda) e 1+1=2 (diagonal), ou seja, 1. E assim sucessivamente. A

execucao desta coluna é vista na Figura 6.
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Figura 6 - Execucao da terceira coluna para o exemplo do texto

O HZ2|>B0

T (A= | O
| (W M= | D= ()
Blwim RPN P

Fonte: Medeiros, 2021.

Da mesma forma, continua-se 0 processo para as colunas seguintes,
chegando-se ao ultimo valor indexado pela letra “O” da palavra “CAMPO” e pela
letra “R” da palavra “CANTOR”. Este valor sera a distancia de Levenshtein. Na
Figura 7, com o calculo concluido, o valor 3 pode ser identificado. Em alguns
casos pode ser calculado um grau de similaridade, dividindo-se o valor da
distancia encontrado pelo méximo tamanho da linha ou coluna, e diminuindo de
1. No caso o maior termo tem tamanho 6; assim, o valor normalizado seria 1 —
3/6 = 0,5. Quanto mais préximo um termo estiver de outro, mais préximo de 1 o
grau de similaridade pela distancia de Levenshtein serd; quanto mais diferentes

forem os termos comparados, mais préximo de zero sera o grau de similaridade.

Figura 7 - Término do calculo da distancia de Levenshtein, resultando no valor 3

N I O S ST o T IS [ =

Blw|ln|lk|R(ow|Z

I (ro | mo o |w || D
W wlw|lw|s={w|O

D (O|HA|Z2 | PO
(LA [ | R = |
LA s | | D | = | = | Y

Fonte: Medeiros, 2021.

Uma variante da distancia de Levenshtein é calculada pelo algoritmo de
Damerau-Levenshtein, o qual permite também mais uma operacao de edicao:

a transposicao de caracteres adjacentes (Chen, 2012, p. 8).
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TEMA 3 - METRICAS DE JARO E JARO-WINKLER

A métrica de Jaro mede a distancia de edicao entre duas sequéncias ou
termos. A métrica Jaro-Winkler é uma variante da métrica Jaro e é amplamente
utiizada nas areas de extracdo de informacfes, vinculacdo de registros,
vinculacdo de entidades, uma vez que funciona bem na correspondéncia de
nomes pessoais e de entidades. A métrica? permite calcular um grau de
similaridade entre duas sequéncias. Quanto maior o grau de similaridade de Jaro
ou Jaro-Winkler entre duas sequéncias ou termos, maior a probabilidade de eles
serem semelhantes. O limite de pontuacédo é 0 para ndo semelhante e 1 para
semelhante (Cahyono, 2019).

Este comparador de termos foi introduzido pela primeira vez por Jaro
(1989). Considerando as operacOes de insergéo, exclusao e transposi¢cao. Os
principais componentes do algoritmo de distancia de Jaro séo:

e Calculo dos comprimentos dos termos.
¢ Identificagdo de caracteres comuns nos dois termos.

e Contagem de transposicdes de caracteres.

Conforme Winkler (2006), a definicAo de caractere comum é que O
caractere concordante deve estar dentro da metade do comprimento da
sequéncia mais curta. A definicdo de transposi¢cdo € que o caractere ('~ "“‘6‘
sequéncia esta fora de ordem com o caractere comum correspondente d ©)

sequéncia. O grau de similaridade de Jaro, ja normalizado é:

ne  Ne O.Snt)

1
sim;(sy,8;) =3 (

BE [, ng

Na formula (6), s; e s, sdo as sequéncias com comprimentos [; e [,, n; é
0 numero de transposicdes e n. € a quantidade de caracteres comuns entre as

duas sequéncias, em que a distancia para caracteres comuns esta dentro da

lmax(ll,lz)J

metade do comprimento minimo de s; e s,: — 1. Existem variacfes da

férmula (6) na literatura, dando-se preferéncia aqui para a que foi utilizada

diretamente por Winkler.

2 No sentido estrito, a métrica de Jaro ndo é propriamente uma métrica conforme a geometria
euclidiana, pois ndo segue a desigualdade triangular. Por isso, alguns autores mencionam
“similaridade” ao invés de “distancia” ou “métrica”.
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Exemplo: calcular o grau de similaridade de Jaro para 0s termos
“PRATO” E “TRAPO”.

Fazendo-se s; = PRATO e s, = TRAPO, pode-se ver que as duas
palavras tém comprimento [, = [, = 5. Todos 0s caracteres sao comuns.

Entretanto, como € necessario considerar aqueles que sao comuns dentro da

[max(ll,lz)J lmax(s,s)
2

distancia =

J—1=BJ—1=[2,5J—1=2—1=1. ou

seja, 0s caracteres comuns ndo podem estar a mais do que 1 caractere de
distancia; portanto, considera-se comuns apenas R, A e 0 e n. = 3. As
transposicoes sdo P—-T e T — P, ou seja, n, = 2. Agora, tem-se todos os

elementos para calcular a distancia de Jaro:

3

5+5+ 3

— =0,511.

ne n, O.Snt)=1<3 3 0,5.2)=23
45

1
sim;(sy,57) = —(

3\l ' I, n

O célculo da similaridade de Jaro-Winkler, usa a similaridade Jaro
combinada com um fator constante de escala p, a qual permite obter
classificagcdes mais favoraveis para sequéncias que casam desde o inicio, para
um comprimento de prefixo definido #:

simyy, = sim; + £p(1 — sim;) (7)

O fator de escala p pode ser entendido como um percentual de incremento
gue a similaridade tera devido ao casamento das partes iniciais das sequéncias
(p n@o deve exceder 0,25; Winkler sugere utilizar 0,1). O comprimento £ ndo deve
ser maior do que 4. Para o exemplo anterior, adotando eventualmente uma
escala p = 0,1 para um comprimento ¢ = 3, obtém-se:

simp, =0,511+3.0,1.(1—-0,511) = 0,664.

Resumindo, o célculo da distancia de Levenshtein e das métricas de Jaro
e Jaro-Winkler sdo encontrados amplamente na literatura sobre métricas de
comparacao de termos. Outras métricas podem ser encontradas, por exemplo,
a distancia de Hamming (Chen, 2012), que pode ser utilizada apenas com
sequéncias de tamanhos iguais; ou a distancia de Jaccard (Chung et al., 2019),

a gual usa a teoria de conjuntos para o calculo da similaridade.
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TEMA 4 — TRADUGCAO AUTOMATICA

Ainda na década de 1960 existia uma grande expectativa de que sistemas
computacionais fossem capazes de fazer a traducao de textos de uma linguagem
natural para outra, induzido de certa maneira pelo processo de decriptacao da
maquina Enigma, no projeto de Turing, para decifrar as mensagens alemas na
Segunda Guerra Mundial. Entretanto, a traducdo se mostrou uma tarefa dificil,
pois além da correspondéncia entre palavras de linguagens diferentes, ha a
guestdo semantica envolvida na traducdo, ou seja, a exigéncia de uma
compreensao profunda do texto a ser traduzido (Russell; Norvig, 2004, p. 823).

Existem trés abordagens principais para resolver o problema de gerar

traducao automéatica (Araujo; Pereira; Benevenuto, 2020, p. 1085):

e Baseado em regras/baseado em frases: utiliza Iéxicos combinados com
definicbes gramaticais para traduzir sentencas de forma significativa.

e Métodos estatisticos: tenta construir um modelo de traducéo analisando
uma grande quantidade de dados de treinamento para cada par de
idiomas.

e Redes neurais artificiais: constroem uma grande rede neural artificial
usando uma enorme quantidade de dados de treinamento, essa
abordagem tornou-se popular recentemente e mostra melhor

desempenho de tradugéo.

Na Figura 8 é mostrado um grafico de desempenho, comparando trés
candidatos a tradutores: uma rede neural, um sistema baseado em frases e
humanos adequados. O gréafico demonstra o quao proximos os atuais sistemas
de traducéo automatica de Ultima geracéo estdo dos tradutores humanos. Além
disso, mostra que as redes neurais parecem superar a estratégia baseada em

frases (Araujo; Pereira; Benevenuto, 2020).
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Figura 8 - Comparacéo entre as técnicas baseadas em rede neural artificial e as
baseadas em frase, com uma linha de base humana e a linha da traducao

considerada perfeita

(=]

Translation quality
(4]

perfect translation

neural (GNMT)

phrase-based (PBMT)

English  English  English  Spanish  French  Chinese

>

>

= > > >

Spanish  French  Chinese  English  English  English

Translation model

Fonte: extraida de Le; Schuster, 2016.

No Quadro 3 estdo mostrados alguns sistemas de traducdo automatica.

Quadro 3 - Exemplos de sistemas de traducdo automéatica

Sistema

Descricao

Google Translator

A versao anterior do Google Translator costumava ser
baseada em frases e usa o inglés como idioma
intermediario para a traducdo. No entanto, agora ele
utiliza Redes Neurais e traducdo direta em pares de
idiomas, segundo os autores, essa nova abordagem é
responsavel por melhorar o desempenho do sistema
em 55% em comparagcdo com a versao baseada em

frases.

Microsoft Translator
Text API

Desde 2010, a Microsoft usa redes neurais em seus
sistemas de traducdo. Dado qualquer par de idiomas
para traduzir, o sistema utiliza caracteristicas unicas do
par que apresenta um vetor de 500 dimensdes. Codifica

conceitos como género (feminino, masculino, neutro),
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nivel de polidez (giria, casual, escrita, formal etc.), tipo
de palavra (verbo, substantivo etc.) e outras

caracteristicas nao 6bvias.

Yandex Translate | A traducdo automatica Yandex €é baseada na
API abordagem estatistica. Para aprender um idioma, o
sistema compara centenas de milhares de textos
paralelos que se traduzem “frase por frase”. Ele tem
dois componentes principais: 0 modelo de traducéo e o

modelo baseado em regras.

Fonte: elaborado com base em Aradjo et al., 2020.

Hoje em dia, a maioria das tecnologias de tradu¢édo automatica utiliza uma
abordagem hibrida, aproveitando os métodos e técnicas anteriores aplicados até
o0 momento. Vale ressaltar que, embora tenham surgido na década de 1950, os
métodos de traducdo automética baseados em regras apresentam bom
desempenho entre idiomas muito semelhantes que poderiam ser considerados
dialetos um do outro. Desta forma, pode-se afirmar que a traducédo automatica
evoluiu a partir de diferentes abordagens, e as redes neurais, a Ultima geracéo
de sistemas de TA, esta rapidamente se tornando a abordagem dominante,
direcionada para dados (Esqueda, 2021, p. 283).

No entanto, dados de treinamento suficientes para um sistema com rede
neural estdo disponiveis apenas para um punhado, talvez vinte, das mais de
quatro mil linguas do mundo. Para o resto (mais de 99%), ou abordagens
baseadas em regras ou de traducdo automatica estatistica, ou, na maioria dos
casos, a traducao humana, sdo as unicas opc¢des (Melby, 2020).

Na Figuras 9 e no Quadro 4 esta ilustrado e descrito um diagrama
contendo um processo padréo de traducdo de maquina. Ainda que a ideia de um
tradutor contemple a existéncia de um dicionario que permite a representacao
das palavras de uma linguagem em outra, o processo deve contemplar um pré-
processamento que envolva tanto os aspectos de extrair os textos de formatos
especificos ou improprios, bem como aqueles relacionados as analises de
linguagem que devem fazer parte: morfoldgica, sintatica, semantica e de

contexto.
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Figura 9 - Fluxograma do processo de tradu¢do automatica

Texto de entrada

|
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|

Pré-edicdo

|
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i
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i

Reformatagdo
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Transferéncia da representagao "
Geracdo contextual,

interna da linguagem fonte

. . semantica e sintatica
para a linguagem destino

Fonte: elaborado com base em Albadr; Tiun; Al-Dhief, 2018.

Quadro 4 - Descri¢do do processo padrédo de traducdo de maquina

Fase

Descricao

Texto de entrada

As frases sdo classificadas de acordo com seu nivel de
complexidade em termos de traducdo. O desempenho dos
sistemas MT ¢é significativamente prejudicado por frases que
vém com associacbes, antecipacbes, suposicoes e
estipulagdes. Certas frases podem exigir o envolvimento tanto
do conhecimento do mundo quanto do senso comum para a
realizacdo de uma interpretacdo apropriada.

Desformatacéao e

reformatacéo

Servem para suavizar e elevar a qualidade do procedimento
de traducdo automética. Os segmentos no idioma de origem
que requerem traducdo precisam ser distinguidos. Entradas
como numeros e fluxogramas ndo exigem tradugdo e podem
ser excluidos.

Pré-edicao/

edicao

A eficdcia de um sistema de TA é determinada por sua
qualidade de pré-edigcéo e pds-edi¢do. Varios sistemas de TM
exigem a condensacdo de frases longas, seccionando-as em
frases mais curtas. A pré-edicdo também implica resolver a
guestdo dos sinais de pontuagdo e a exclusédo de itens que
ndo requerem traducgdo. O objetivo da publicacdo € garantir
gue a qualidade da traducéo seja de um padrao aceitavel. A
pés-edicdo é particularmente importante durante a tradugéo
de informagdes vitais, como aquelas relacionadas a questbes
de saude.

Analise,
transferéncia e

geracao

A forma da palavra de inflexdes, tempos, numeros, partes do
discurso etc. sdo determinados por meio de uma analise
morfologica. A analise sintatica verifica se as palavras em uma
frase sdo de natureza subjetiva ou objetiva. O papel da anéalise
semantica e contextual, por outro lado, é aproveitar 0s
resultados da andlise sintética para a construcdo de uma frase
traduzida apropriadamente. Analises sintaticas e semanticas
sdo frequentemente realizadas em unissono para gerar
correspondentemente uma configuracdo de arvore sintatica e
uma rede semantica. Esse processo leva a formacdo da
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estrutura interna da frase. Para a fase de geracdo de
sentencas, o0 processo de analise é simplesmente invertido.
Andlise morfologica | A morfologia computacional lida com a identificacéo, exame e
geragdo de palavras. Os procedimentos morfolégicos
abrangem flexdo, derivacéo, afixacdo e composicdo. Dentre
esses procedimentos, a flexdo ndo é apenas 0 mais
empregado, mas também o mais prolifico. A tarefa atribuida a
flexdo é a revisdo da forma da palavra para nimero, género,
modo, tempo, aspecto, pessoa e caso. Um analisador
morfoldgico serve para fornecer detalhes sobre as palavras
que examina.

Andlise sintatica e | Enquanto as palavras sdo consideradas o nlcleo para
procedimentos relacionados ao processamento de fala e
linguagem, a sintaxe € considerada a estrutura. A analise
sintatica tem a ver com a maneira pela qual (a) as palavras
sdo separadas em categorias conhecidas como partes do
discurso, (b) as palavras se juntam a palavras vizinhas para
formar frases e (c) as palavras em uma sentenca dependem
de cada de outros.

Andlise semantica, | A andlise semantica constréi as representagdes de significado
e atribui-lhes as entradas linguisticas. Os analisadores
semanticos utilizam o Iéxico e a gramatica para a geragao de
geracado significados que nao sdo influenciados pela relevancia
contextual. A fonte de informac&o compreende o significado
das palavras, significados relacionados as configuracbes
gramaticais, detalhes sobre o contexto do discurso e
conhecimento do senso comum.

Fonte: elaborado com base em Albadr; Tiun; Al-Dhief, 2018.

e geracao

geracao

analise contextual e

TEMA 5 — ANALISE DE SENTIMENTO E MINERAGAO DE OPINIAO

A andlise de sentimentos relne varias areas de pesquisa, como
processamento de linguagem natural, mineracéo de dados e mineracéao de texto,
e esta rapidamente se tornando de grande importancia para as organizacdes
que se esforcam para integrar métodos de inteligéncia computacional em suas
operacgdes e tentam esclarecer e melhorar seus produtos e servigos. Na analise
de sentimento, ou mineracao de opinido (Sentimental Analysis or Opinion Mining
- SAOM), o objetivo € descobrir as opinides das pessoas expressas em
linguagem escrita (texto). Sentimento no termo significa “o que se sente sobre
algo”, “experiéncia pessoal, o proprio sentimento”, “uma atitude em relagdo a
algo” ou “uma opinido” (Farhadloo; Rolland, 2016).

A seguir, alguns termos sédo importantes dentro do contexto de analise de
sentimento para a compreensao dos objetivos e das tarefas que estéo envolvidas
neste tema (Farhadloo; Rolland, 2016):
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e Colaborador: um colaborador é a pessoa ou organizacdo que esta
expressando suas opinides em linguagem escrita ou texto. O colaborador
também pode ser chamado de detentor de opinido ou fonte de opinido.

e Objeto: um objeto € uma entidade que pode ser um produto, servico,
pessoa, evento, organizacdo ou topico. Pode estar associado a um
conjunto de componentes e atributos que na literatura de andlise de
sentimentos esses componentes e atributos sdo chamados de aspectos.

e Revisdo: uma revisdo € um texto gerado pelo colaborador que contém as
opinides do colaborador sobre alguns aspectos do objeto. Uma reviséo
também pode ser chamada de documento opinativo.

e Classificacdo geral: esta é uma satisfacdo geral relatada pelo usuario
com o objeto, por exemplo, em uma escala Likert de 1 a 5.

e Opinido: uma opinido sobre um aspecto € uma visao, atitude, emocao ou
avaliacao positiva, neutra ou negativa de um colaborador.

e Aspecto: um aspecto é um atributo importante do objeto em relacéo a

satisfacao geral do cliente que o colaborador comentou em sua revisao.

Uma revisdo opinativa pode ser gerada por varios colaboradores ou
conter opinides de varias fontes. Também deve-se notar que a revisao pode ser
uma revisao direta sobre um Unico objeto ou uma revisdo comparativa em que
compara dois ou mais objetos entre si. Em geral, uma revisdo d; € uma colecéo
de sentencas d; = {si1,Siz,---,Sim} Que contém opinides de diferentes
contribuidores sobre diferentes aspectos de diferentes objetos.

Vale ressaltar que a maior parte da literatura tem considerado a orientacéo
da opinido como uma variavel binaria: positiva ou negativa. Existem alguns
trabalhos que incluem a classe neutra também. Em geral, a orientacao de opinido
pode ser considerada em diferentes escalas e nao apenas binéria ou ternaria.

Portanto, o objetivo da andlise de sentimentos ou mineracdo de opinido
pode ser descrito como: dada uma colecdo de revisbes D = {d;,d,,...,d,}
versando sobre um objeto, deve ser descoberto todos os aspectos e sentimentos
correspondentes expressos nesta colecdo (Farhadloo; Rolland, 2016).

Para atingir este objetivo, pode-se considerar diferentes niveis:

e Anédlise de sentimento em nivel de documento: caso o foco esteja em
cada documento e a orientacéo de sentimento de todo o documento possa

ser encontrada. Embora um documento possa transmitir um sentimento
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geral positivo ou negativo, é bem provavel que nem todas as frases de um
documento sejam todas positivas ou negativas. Analises neste nivel
podem ser feitas em e-mails recebidos por uma empresa para sondar as
percepcdes de clientes com relagcdo a algum produto especifico. Por
exemplo, se as resenhas de interesse forem resenhas de filmes, um
colaborador especifico pode dar uma classificacao geral positiva ao filme,
no entanto, eles podem néo gostar de todos os aspectos desse filme e,
em sua resenha, mencionar os aspectos de que gostam e o0 que nao
gostam nesse filme.

Analise de sentimento em nivel de sentenca: quando se encontra o
foco da andlise de sentimento em sentencas e uma orientacdo de
sentimento para sentencas da revisdo. As analises deste tipo sdo comuns
com redes sociais que permitem expressodes curtas, como o Twitter. No
Quadro 5 esta um exemplo de sentencas expressas em um site sobre um
determinado produto (caixa organizadora), mostrando a orientacdo do
sentimento e certos problemas relacionados com a interpretacdo. Quanto
as afirmacdes 1, 2, 5 e 6, 0 sentimento expresso na sentenca é bem
especifico e o analisador de sentimento pode identificar diretamente
palavras do léxico como “bom”, “Util”, “gostar’. Pode ainda analisar
expressdes com negacao para classificar como sentimento negativo. No

entanto, expressdes como 3, 4 e 7 sdo mais complexas de interpretar.

Quadro 5 - Exemplo de sentencas curtas sobre um produto retirado de um site

N° Sentencga Sentimento
1 “O produto é bom, bastante util” +
2 “A caixa veio com defeito na tampa, nao fecha direito” —
3 “Grande coisa” ?
4 “Em tamanho maior, da para guardar coisas grandes” ?
5 “Deveria vir com etiqueta na frente” —
6 “Gosto dos produtos desta empresa” +
7 “Eu gostei do produto, mas minha esposa nao” ?

Fonte: Medeiros, 2021.

Analise de sentimento em nivel de aspecto: em uma analise mais

apurada, pode-se estar interessado em saber quais aspectos particulares




do objeto o colaborador esta comentando e também se ele gosta deles ou
ndo. A andlise de sentimento neste nivel demanda a extracdo de objetos
dentro dos documentos ou sentencas, que pode ser feita de forma
automatica (Farhadloo; Rolland, 2016).

Alguns desafios devem ser levados em consideragao em se tratando de
analise de sentimentos. Os aspectos e problemas relacionados com as
caracteristicas da linguagem costumam impor restricbes a abordagens

generalistas. Sdo descritos a seguir alguns topicos (Farhadloo; Rolland, 2016):

e Sinonimia e polissemia: a questdo da sinonimia se relaciona a usuarios
em diferentes contextos ou com diferentes necessidades, conhecimentos
ou habitos linguisticos descrevendo a mesma informacao usando termos
diferentes. Como as pessoas em sites de busca e autores costumam usar
palavras diferentes, materiais relevantes podem ser perdidos. J4 com
relacdo a polissemia, as pessoas podem usar 0 mesmo termo para se
referir a coisas diferentes. Em geral, a sinonimia e a polissemia séo
causadas devido a possivel variabilidade no uso das palavras. As
questdes de sinonimia e polissemia apresentam desafios dificeis na
analise de sentimentos e no problema de mineracdo de opinido. Para
minimizar tais problemas, o stemming, que visa extrair o radical das
palavras, € uma técnica utilizada. O objetivo € reunir as variacdes de
formas de uma palavra as suas raizes morfolégicas. O uso de vocabulario
controlado é outra alternativa para evitar a variabilidade. A anélise
semantica latente (LSA), que pode utilizar a matriz termo-documento, é
outra abordagem para tratar da sinonimia.

¢ |dentificacdo de sarcasmo: é uma tarefa muito dificil para os humanos
e ainda mais dificil para as maquinas. A capacidade de identificar de forma
confidvel o sarcasmo no texto pode melhorar o desempenho de muitas
tarefas de processamento de linguagem natural, particularmente para a
analise de sentimento. O sarcasmo é uma forma de expressao em que 0
significado literal € oposto ao pretendido. “O restaurante foi 6timo na
medida em que fara com que todas as refeicBes futuras parecam mais
deliciosas”, € um exemplo de frase sarcastica. Embora tecnicamente nao

haja termo negativo na linguagem, pretende-se transmitir um sentimento
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negativo. O exemplo 4 e 5 do Quadro 5 traz sentencas que parecem ter
sarcasmo, o que dificulta a interpretacédo do sentimento.

Sentencas compostas: uma sentenca composta possui duas clausulas
ou sentencas independentes. Duas oracdes independentes podem ser
unidas por uma conjungao coordenativa (como “e”, “ou”, “mas” e “para”)
ou ainda ponto e virgula. Lidar com sentencas compostas torna o
problema da analise de sentimento dificil. Por exemplo, frases como “As
criangas gostaram da praia, mas nos ndo” ou “Apesar de uma experiéncia
agradavel, ndo posso apoiar as muitas criticas de que era um G6timo
restaurante” sdo desafiadoras para a andlise de sentimentos. O exemplo
7 do Quadro 5 ilustra o problema de sentengas compostas.

Dados nao estruturados: um desafio para a analise de sentimentos € a
transformacdo dos dados de entrada n&o estruturados que estao
disponiveis na forma de revisdes escritas em dados semiestruturados.
Dados semiestruturados séo dados que ndo séo dados brutos, nem estao
em conformidade com a estrutura formal de modelos de dados
associados a bancos de dados relacionais ou outras formas de tabelas de
dados, mas ainda assim contém tags ou outros marcadores que permitem
separar elementos semanticos.

Identificacdo de aspectos: o objetivo da identificacdo de aspecto &
descobrir os aspectos particulares do objeto sobre o0s quais o0s
colaboradores estao expressando suas opinides. Existem duas categorias
de trabalhos na literatura que abordam a identificacdo de aspectos: i)
extracdo automética, quando ndo ha conhecimento prévio sobre os
aspectos e 0s aspectos sdo extraidos automaticamente das revisdes
fornecidas, podendo ser dividida em tarefas de extracdo supervisionadas
e nao supervisionadas; e ii) extracdo semiautomatica, quando tanto um
subconjunto de aspectos quanto todo o conjunto de aspectos desejados
séao conhecidos a priori. Nos casos em que um subconjunto de aspectos
€ conhecido, o subconjunto esta sendo usado como um conjunto de
primitivos, com possibilidades de expanséao.

Identificacdo de sentimento: a identificacdo do sentimento € o processo
de descobrir a orientacdo da opinidao dos fragmentos de texto de interesse.
A orientacdo do sentimento pode ser expressa em diferentes escalas. As

escalas de classificacdo sdo amplamente utilizadas on-line na tentativa
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de fornecer indicacdes das opinides dos consumidores sobre os produtos.
O uso de escalas do tipo Likert 1 a 5 sdo bem comuns. Técnicas
automaticas fazem uso de algoritmos de aprendizado de maquina para
resolver o problema e esses algoritmos visam encontrar padrdes de
dados e tentar aprender com exemplos de treinamento. Quando ndo ha
exemplos de treinamento suficientes ou ha exemplos de treinamento com
variedade muito limitada, pode-se imaginar o quéo dificil seria a extracao
de padrées. Para aprendizado supervisionado, algumas técnicas tém sido
comuns como maquina de vetor de suporte (SVM) e classificacdo
bayesiana (Naive-Bayes). No contexto de aprendizado profundo, o uso de
LDA (Latent Dirichlet Allocation) para encontrar descricdes curtas de
elementos de uma descricdo; e algoritmo baseados em amostragem

como as cadeias de Markov — Monte Carlo (MCMC), tém sido utilizados.
FINALIZANDO

Esta aula teve o objetivo de mostrar a relacdo dos modelos de
recuperacao de informacédo com o esquema TF-IDF, particularmente mostrando
o modelo vetorial e o probabilistico com base em exemplos. As métricas de
comparacao de palavras foram apresentadas como alternativa para a
comparagao aproximada de termos, sendo explicadas com exemplos a distancia
de Levenshtein, uma das mais utilizadas, e a métrica de similaridade de Jaro e
Jaro-Winkler. A traducdo automatica, uma das tarefas da NLP, também foi
apresentada mostrando o quanto este campo evoluiu ao longo dos anos e o
quanto estamos préximos de sistemas de traducdo quase perfeitos. Por fim, foi
abordado a analise de sentimentos e mineracdo de opinido, mostrando uma area
em crescimento dentro da NLP e as dificuldades relacionadas com a
interpretacdo de textos que 0s usudrios expressam e a sua classificagdo como

opinido positiva ou negativa.
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