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CONVERSA INICIAL 

Esta aula tem como objetivo apresentar a forma introdutória da linguagem 

Python com a biblioteca NLTK (Natural Language Toolkit), que é amplamente 

utilizada para a criação de códigos e scripts em tarefas de processamento de 

linguagem natural. Algumas tarefas de NLP são abordadas, tais como a 

tokenização, a derivação (stemming), a segmentação e a lematização. A 

classificação e a avaliação de documentos são tarefas bastante relevantes, 

sendo explanados os aspectos envolvendo o processo genérico de classificação 

supervisionada. Por fim, um exemplo de classificação de documentos é 

apresentado, de maneira a ilustrar de forma prática como uma classificação pode 

ser modelada e executada dentro de um ambiente de programação Python. 

TEMA 1 – A LINGUAGEM PYTHON 

A linguagem Python tem se tornado uma referência em aplicações que 

utilizam Inteligência Artificial e Machine Learning, devido ao alto nível de 

interatividade e flexibilidade que oferece na construção de modelos. Apesar de 

ter se popularizado nos últimos anos, a linguagem Python surgiu em 1991. Como 

uma linguagem aberta, diferente de outras linguagens como C e Java, ela é 

interpretada: o comando do usuário é executado logo após ser digitado no 

software interpretador, sem necessidade de compilação do código.  

Python possui uma implementação básica de comandos de programação. 

Mas a linguagem é enriquecida por várias bibliotecas ou API (criadas por 

desenvolvedores que formam uma grande comunidade ativa de processamento 

científico e análise de dados). Dessa forma, além das bibliotecas padrão, outras 

bibliotecas podem ser instaladas de acordo com a necessidade de 

processamento do usuário (Müller; Guido, 2015). 

A linguagem Python implementa estruturas de dados de alto nível, 

orientadas para o processamento eficiente dos dados e possui ainda uma 

implementação simples, porém eficaz de programação orientada a objetos. A 

partir de uma sintaxe elegante e com menos símbolos, a linguagem é ideal para 

a execução de pequenos e rápidos códigos para atingir objetivos específicos 

(scripts). Python foi uma linguagem cuja sintaxe foi se modificando ao longo de 

versões. A versão atual é a 3.X. Ainda que seja possível desenvolver scripts na 
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versão 2.X, tal procedimento não é recomendável por não haver 

retrocompatibilidade. 

O interpretador Python permite a execução do shell, por meio do qual é 

possível inserir comandos (Figura 1). Os comandos podem ser fornecidos na 

própria tela, com o resultado sendo apresentado logo em seguida. Entretanto, 

para tarefas mais complexas de análise, é interessante editar os comandos em 

um arquivo com extensão .py (Kopec, 2019).  

Figura 1 – Shell do Python 3.8 

 

Para uma abordagem em alto nível, Python também pode ser utilizado a 

partir de IDEs desenvolvidas para aumentar a produtividade. Algumas IDEs mais 

utilizadas são PyCharm, PyDev, Pyhton Tools para Visual Studio, Spyder 

(Anaconda) e Komodo. Algumas IDEs permitem a instalação de plugins que 

permitem a customização das plataformas. 

O poder da linguagem Python provém em grande parte da instalação de 

bibliotecas para o processamento eficiente de dados e execução de diversas 

tarefas. Algumas bibliotecas mandatórias para a maioria dos processos 

relacionados com ciência de dados e inteligência artificial são: 

• Numpy – nome proveniente da abreviatura de Numerical Python. 

Constitui na pedra angular do processamento numérico em Python. 

Oferece funções para efetuar processamentos em todos os elementos de 

arrays ou operações matemáticas entre arrays. Possui ainda ferramentas 
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para ler e gravar conjuntos de dados baseados em arrays de disco. A 

biblioteca Numpy tira proveito do hardware instalado (GPU, 

processamento paralelo etc.) para maximizar a sua performance. 

• Pandas – de forma complementar ao numpy, a biblioteca Pandas oferece 

estruturas de dados de alto nível e funções projetadas para dados 

estruturados ou tabulares, de forma semelhante a tabelas de banco de 

dados. Duas estruturas de dados muito utilizadas da biblioteca Pandas 

são o DataFrame (estrutura tabular orientada a colunas, com rótulos tanto 

para linhas quanto para colunas) e Series (objeto array unidimensional 

com rótulo).  

• Matplotlib – uma das bibliotecas mais populares para a construção de 

gráficos e plotagens e que gera ainda diversas visualizações de dados 

bidimensionais. Ela foi projetada para criar plotagens apropriadas para 

publicação de dados. Ela permite a integração direta com formatos de 

dados de outras bibliotecas para visualização dos dados. 

• Scipy – uma coleção de pacotes voltada para uma série de diversos 

domínios de problemas padrões em processamento científico. Possui um 

ecossistema de software open source para matemática, ciências e 

engenharia. 

• Scikit-learn – é a principal “caixa” de ferramentas de propósito geral para 

aprendizado de máquina dos programadores Python. Ela inclui vários 

submódulos próprios para as tarefas de preparação de dados em ciência 

de dados e inteligência artificial: classificação, regressão, agrupamento, 

pré-processamento, redução de dimensionalidade e seleção de modelos. 

• Statsmodels – consiste em um pacote de análise estatística e contém 

algoritmos para estatística clássica, modelos de regressão, análise de 

variância, séries temporais, visualização de dados. Possui um foco maior 

em inferência estatística. 

Uma das ferramentas mais práticas para a execução de scripts em Python 

é Jupyter Notebook. O Jupyter Notebook é um aplicativo da web de código 

aberto que permite criar e compartilhar notebooks: documentos que contêm 

código ativo, equações, visualizações e texto narrativo. Seu uso inclui: limpeza 

e transformação de dados, simulação numérica, modelagem estatística, 
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visualização de dados, aprendizado de máquina e muito mais. Como plataforma 

de execução para Python, grandes empresas oferecem ambientes para o 

desenvolvimento no formato notebook, como o Google Colaboratory1. 

Entretanto, podem ser instalados pelo usuário em ambiente local, utilizando 

ferramentas como Anaconda Navigator.  

Figura 2 – Ambiente do Jupyter Notebook, mostrando uma pasta específica com 

arquivos de scripts 

 

Jupyter Notebook implementa uma maneira diferenciada de execução de 

scripts. Cada script pode ser colocado em uma célula de entrada de dados, 

com o resultado da sua execução em uma célula de saída apresentada logo a 

seguir (Figura 3). O arquivo com diversos scripts é salvo no formato .ipynb, 

podendo ser recuperado mais tarde com a mesma configuração da última 

execução efetuada.  

  

 
1 Disponível em: <https://colab.research.google.com/notebooks/intro.ipynb?utm_source=scs-
index>. 
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Figura 3 – Exemplo de um script em Jupyter Notebook, mostrando diversas 

células de entrada de dados e a execução de cada uma logo abaixo 

 

Na figura 4 está o exemplo de uma tela do Google Colaboratory (ou como 

é referenciado de forma mais sucinta, Google Colab). Os códigos são colocados 

no mesmo formato de scripts (notebook) conforme visto no Jupyter Notebook, 

sendo que os arquivos de notebooks podem ser colocados na nuvem (Google 

Drive) para acesso, mediante o cadastro de uma conta respectivamente.  

Figura 4 – Tela demonstrando o uso do Google Colaboratory 

 

Fonte: Medeiros, 2022. 
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A forma de trabalho em notebooks, seja no Jupyter Notebook ou no 

Google Colaboratory, permite um modo bastante interativo de desenvolvimento 

de código. Os scripts colocados em células são executados individualmente, e 

cada script executado disponibiliza os dados na memória para serem utilizados 

pelos próximos scripts, sem a necessidade de executar códigos de carga dos 

dados, limpeza ou transformação. Por um processo de tentativa e erro, os scripts 

podem ser aprimorados até que se alcance uma versão que seja a desejada ou 

a melhor possível. 

TEMA 2 – A BIBLIOTECA NLTK 

NLTK (Natural Language Toolkit) é uma biblioteca para uso em tarefas de 

linguagem natural na linguagem Python. NLTK define uma infraestrutura que 

pode ser usada para construir programas de linguagem natural em Python. Ela 

fornece classes básicas para representar dados relevantes para processamento 

de linguagem natural; interfaces padrão para executar tarefas como marcação 

de parte da fala, análise sintática e classificação de texto; e implementações 

padrão para cada tarefa que podem ser combinadas para resolver problemas 

complexos (Bird; Klein; Loper, 2019). 

A biblioteca NLTK assume que o usuário esteja utilizando a versão Python 

3.2 ou superior (ainda que a biblioteca rode nas versões obsoletas 2.6 e 2.7). Foi 

originalmente criada em 2001 como parte de um curso de linguística 

computacional no Departamento de Ciência da Computação e da Informação da 

Universidade da Pensilvânia. Desde então, foi desenvolvida e expandida com a 

ajuda de dezenas de colaboradores. Já foi adotada em cursos em dezenas de 

universidades e serve de base para muitos projetos de pesquisa. 

Tabela 1 – Tarefas de NLP, os módulos da NLTK respectivos e suas 

funcionalidades 

Tarefa de NLP Módulos da 

NLTK  

Funcionalidade 

Acessando corpora Corpus Interfaces padronizadas para 

corpora e léxicos 

Processamento de strings tokenize, stem Tokenizers, tokenizers de sentenças, 

lematizadores 
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Descoberta de colocação collocations Teste t, qui-quadrado, informações 

mútuas pontuais 

Marcação de parte do 

discurso (Part-of-speech 

tagging) 

Tag n-gram, backoff, Brill, HMM, TnT 

Machine learning classify, 

cluster, tbl 

Árvore de decisão, entropia 

máxima, Bayes ingênuo, EM, k-

means 

Chunking Chunk Expressão regular, n-gram, entidade 

nomeada 

Parsing parse, ccg Gráfico, baseado em recursos, 

unificação, probabilístico, 

dependência 

Interpretação semântica sem, inference Cálculo lambda, lógica de primeira 

ordem, verificação de modelo 

Métricas de avaliação Metrics Precisão, recall, coeficientes de 

concordância 

Probabilidade e estimativa probability Distribuições de frequência, 

distribuições de probabilidade 

suavizadas 

Formulários app, chat Analisadores, navegador WordNet, 

chatbots 

Trabalho de campo 

linguístico 

Toolbox Manipular dados no formato SIL 

Toolbox 

Fonte: Elaborado com base em Bird et al.,2019. 

Na tabela 1 estão descritos os principais módulos da NLTK relacionados 

com as tarefas de linguagem natural e as funcionalidades respectivas. A 

biblioteca NLTK foi desenvolvida tendo quatro objetivos primários em mente. 

• Simplicidade – para fornecer uma estrutura intuitiva com blocos de 

construção substanciais, dando aos usuários um conhecimento prático de 

PNL sem ficar atolado na tediosa manutenção geralmente associada ao 

processamento de dados de linguagem anotados. 

• Consistência – para fornecer uma estrutura uniforme com interfaces e 

estruturas de dados consistentes e nomes de métodos fáceis de 

adivinhar. 
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• Extensibilidade – fornecer uma estrutura na qual novos módulos de 

software possam ser facilmente acomodados, incluindo implementações 

alternativas e abordagens concorrentes para a mesma tarefa. 

• Modularidade – para fornecer componentes que podem ser usados de 

forma independente, sem a necessidade de entender o restante do kit de 

ferramentas. 

Portanto, a biblioteca NLTK consiste em uma ferramenta indispensável 

tanto para o aprendizado quanto para o desenvolvimento de soluções em 

linguagem natural, utilizando a linguagem Python. 

2.1 Primeiros comandos 

Para instalar a biblioteca NLTK em um notebook, deve-se inserir o 

seguinte script: 

 

A partir da importação da biblioteca NLTK, executa-se o NLTK 

Downloader (figura a seguir). Esse aplicativo permite tanto a instalação quanto 

a atualização das coleções, corpora e modelos. É importante o usuário verificar 

se uma coleção, corpora ou modelo específico esteja instalado previamente, 

para que depois possa seguir com a execução dos scripts desejados. Após a 

instalação/atualização, clica-se em “Exit” para sair do aplicativo e retornar ao 

notebook (o qual retorna uma célula de saída com o valor booleano “True”). 
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Figura 5 – Instalação a partir do NLTK Downloader 

 

Fonte: Medeiros, 2022. 

Depois do download, pode-se carregar alguns livros que constam na 

NLTK para uso como exemplos com o interpretador Python. O primeiro passo é 

digitar um comando especial no prompt do Python que diz ao interpretador para 

carregar alguns textos para explorarmos:  

 

Esse script pode ser interpretado como "no módulo de livros do NLTK, 

carregue todos os livros disponíveis". Após imprimir uma mensagem de boas-

vindas, ele carrega o texto de vários livros (isso pode levar alguns segundos): 
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Pode-se escolher algum texto especificamente para execução de algum 

script. Por exemplo, digitando “text2”, o livro correspondente é mostrado: 

 

Para buscar um termo específico dentro do texto (por exemplo, a palavra 

“gentle”), usa-se o método “concordance” com a palavra colocada como 

argumento, sendo mostrado a seguir as ocorrências da palavra buscada, dentro 

do livro escolhido: 

 

Assim, é possível detectar automaticamente uma determinada palavra 

ocorrendo em um texto e dessa forma exibir algumas palavras que aparecem no 

mesmo contexto. No entanto, também é possível determinar a localização de 

uma palavra no texto: quantas palavras desde o início ela aparece. Essas 

informações posicionais podem ser exibidas usando um gráfico de dispersão 

lexical. Cada faixa representa uma instância de uma palavra e cada linha 

representa todo o texto: 
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Pode-se descobrir o comprimento de um texto do início ao fim, em termos 

de palavras e símbolos de pontuação que aparecem. Usamos o termo “len” para 

obter o comprimento de algo, que aplicaremos aqui ao livro de Gênesis: 

 

Portanto, o livro do Gênesis tem 44.764 palavras e símbolos de 

pontuação, ou tokens. Um token é o nome técnico de uma sequência de 

caracteres, tais como “ele”, “alegre” ou “:)”, das quais se deseja tratar como um 

grupo. Quando contamos o número de tokens em um texto, digamos, a frase “ser 

ou não ser”, estamos contando ocorrências dessas sequências. Assim, na frase 

de exemplo, há duas ocorrências de “ser”, uma de “ou” e uma de “não”. Mas há 

apenas três itens de vocabulário distintos nessa frase. Quantas palavras 

distintas contém o livro de Gênesis? Para resolver isso em Python, temos que 

colocar a questão de forma um pouco diferente. O vocabulário de um texto é 

apenas o conjunto de tokens que ele usa, pois em um conjunto, todas as 

duplicatas são recolhidas juntas. Em Python, é possível obter os itens de 

vocabulário do livro do Gênesis com o comando:  

 

Com o seguinte resultado: 
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Com esse comando, o comprimento do conjunto de tokens agora 

considera todos os tokens sem repetição (devido ao uso de conjuntos – set).  A 

contagem de tokens agora será bem menor que o total de palavras no livro: 

 

A partir de agora, algumas tarefas específicas de processamento de 

linguagem natural podem ser estudadas a partir de implementações de scripts 

em Python. 

TEMA 3 – TAREFAS: TOKENIZAÇÃO, DERIVAÇÃO, SEGMENTAÇÃO, 

LEMATIZAÇÃO 

É comum, na execução de tarefas e avaliação de scripts em NLP, utilizar 

textos originários da web ou mesmo de arquivos instalados localmente. Por 

exemplo, no caso de se utilizar livros, alguns deles já são instalados a partir da 

NLTK e disponibilizados pela própria biblioteca. É o caso de livros que fazem 

parte do Projeto Gutenberg. No entanto, pode-se analisar outros textos do 

Projeto Gutenberg, que apresenta um catálogo de 25.000 livros online gratuitos 

e assim obter uma URL para um arquivo de texto ASCII. Embora 90% dos textos 

do Projeto Gutenberg sejam em inglês, ele inclui material em mais de 50 outros 

idiomas, incluindo catalão, chinês, holandês, finlandês, francês, alemão, italiano, 

português e espanhol, com mais de 100 textos cada (Bird; Klein; Loper, 2019).  

Por exemplo, caso se queira baixar o livro “Memórias Póstumas de Brás 

Cubas” de Machado de Assis, basta executar o seguinte script, o qual associa à 

variável “url” o link específico para este livro: 
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Note que é necessário importar o módulo “request” a partir da biblioteca 

“urllib”. O método “urlopen” é utilizado para abrir o arquivo  e depois o comando 

“read” em conjunto com “decode”, que disponibilizam na variável “raw” o 

conteúdo do livro. 

Verificando o conteúdo da variável “raw”, tem-se: 

 

Para a leitura de um arquivo local, utiliza-se as próprias funções 

embutidas na linguagem Python para operar com arquivos. O seguinte script é 

equivalente à leitura feita diretamente na Web do script anterior: 

 

3.1 Tokenização 

Como sequência do exemplo visto anteriormente, pode-se notar que “raw” 

é uma variável do tipo string, de comprimento 388.217: 



 

 

15 

 

Esse é o conteúdo bruto do livro, incluindo muitos detalhes sem interesse 

como espaços em branco, quebras de linha e linhas em branco. Observe o “\r” e 

o “\n” na linha de abertura do arquivo, que é como o Python exibe os caracteres 

especiais de retorno de carro e alimentação de linha (o arquivo foi criado em uma 

máquina Windows exibindo página de código de caracteres ANSI). Para o 

processamento de linguagem, deseja-se dividir a string em palavras e 

pontuações, como vimos anteriormente: essa etapa é a tokenização e produz 

uma estrutura contendo uma lista de palavras e pontuação. Isso é feito pelo uso 

do comando “word_tokenize”: 

 

Observe que o NLTK foi necessário para tokenização, mas não para 

nenhuma das tarefas anteriores de abrir uma URL e lê-la em uma string. Em vez 

de lidar com string, pode-se trabalhar diretamente com uma variável do tipo 

“texto NLTK”, e assim realizar outros processamentos linguísticos. No texto a 

seguir, pode-se identificar o uso do método “collocations”, que identifica 

bigramas (combinações de palavras duas a duas): 
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Figura 6 – Métodos de string em Python 

 

O uso de strings permite que se disponha de uma série de métodos 

embutidos em Python com várias funcionalidades. 

Tabela 2 – Métodos e funcionalidades 

Método Funcionalidade 

s.find(t) índice da primeira instância da string t dentro de s (-1 se não 

for encontrado) 

s.rfind(t) índice da última instância da string t dentro de s (-1 se não for 

encontrado) 

s.index(t) como s.find(t), porém mostra a exceção ValueError caso 

não encontre 

s.rindex(t) como s.rfind(t), porém mostra a exceção 

ValueError caso não encontre 

s.join(text) combine as palavras do texto em uma string usando s como 

cola 

s.split(t) divide s em uma lista onde quer que um t seja encontrado 

(espaço em branco por padrão) 

s.splitlines() divide s em uma lista de strings, uma por linha 

s.lower() uma versão em letras minúsculas da string s 

s.upper() uma versão em letras maiúsculas da string s 

s.title() uma versão com título da string s 

s.strip() uma cópia de s sem espaços em branco à esquerda ou à direita 
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Método Funcionalidade 

s.replace(t, u) substitui instâncias de t por u dentro de s 

Fonte: Elaborado com base em Bird et al, 2019. 

3.2 Derivação (Stemming) 

Quando se usa um mecanismo de pesquisa na web, geralmente não é 

importante se as palavras no documento diferem dos termos de pesquisa por 

possuírem terminações diferentes. Uma consulta sobre “carros” localiza 

documentos contendo “carro” e “carros”. De fato, “carro” e “carros” são apenas 

duas formas da mesma palavra de dicionário (ou ainda denominado de “lema”). 

Para algumas tarefas de processamento de linguagem, geralmente se quer 

ignorar as terminações das palavras e lidar apenas com as raízes das palavras. 

Esse é o processo de stemming ou derivação. 

NLTK inclui vários “stemmers”, ou seja, funções com módulos específicos 

para o processo de derivação. No caso da língua portuguesa, existe o RSLP 

Portuguese stemmer. O script a seguir mostra como utilizar o stemmer específico 

para a língua portuguesa e depois fazer o processamento diretamente sobre os 

tokens identificados (apenas 50 tokens a partir do token de número 500, indicado 

por “tokens[500:550]”): 

 

O processo de derivação também pode ser conseguido diretamente com 

o uso de expressões regulares (já estudadas anteriormente).  

Um processo semelhante à derivação é a lematização. A lematização 

geralmente se refere à análise morfológica das palavras, que visa remover as 

terminações flexionais. Ajuda a retornar a forma base ou de dicionário de uma 

palavra conhecida como lema. Por exemplo, o lematizador WordNet só remove 

os afixos se a palavra resultante estiver em seu dicionário. Esse processo de 

verificação adicional tende a tornar o algoritmo do lematizador mais lento. A 

seguir, utilizando-se um conjunto de tokens obtido do livro “Crime and 
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Punishment” de Fyodor Dostoevsky, gera-se um conjunto de lemas a partir de 

um excerto do texto: 

 

Pode ser observado que as palavras “shirts” e “persons” foram 

lematizadas; entretanto, “concluded” não foi reduzida (do tempo passado para o 

radical “conclude”). Ainda não existem lematizadores na NLTK para a língua 

portuguesa. 

Dessa forma, a derivação geralmente se refere a um processo heurístico 

grosseiro, que corta as extremidades das palavras esperando atingir o objetivo 

corretamente na maioria das vezes e geralmente inclui a remoção de afixos 

derivacionais. A lematização geralmente se refere a fazer as coisas 

corretamente com o uso de um vocabulário e análise morfológica das palavras, 

normalmente com o objetivo de remover apenas terminações flexionais e 

retornar à forma base ou dicionário de uma palavra, conhecida como lema. 

3.3 Segmentação 

A tokenização é vista como uma instância de um problema mais geral de 

segmentação. A segmentação pode ser por sentenças ou mesmo por palavras. 

Manipular textos no nível de palavras individuais muitas vezes pressupõe a 

capacidade de dividir um texto em frases individuais. Alguns corpora, por 

exemplo, já fornecem acesso em nível de sentença (Bird; Klein; Loper, 2019). 

No script a seguir mostra-se um exemplo de segmentação por sentenças 

com o conteúdo do livro Memórias Póstumas de Brás Cubas novamente. O 

comando utilizado é “sent_tokenize”. A variável gerada contém as sentenças 

geradas pelo caractere de nova linha dentro do texto base: 
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No caso da segmentação de palavras, essa tarefa é útil, por exemplo, 

quando se executa o processamento de linguagem falada, no sentido de separar 

as palavras a partir de um texto de fala capturada (Bird; Klein; Loper, 2019). 

TEMA 4 – CLASSIFICAÇÃO E AVALIAÇÃO DE DOCUMENTOS 

A detecção de padrões é uma parte crucial da Inteligência Artificial e, por 

consequência, do processamento de linguagem natural. Em língua portuguesa, 

os verbos regulares são formados pelo radical mais o sufixo, que tende a ser 

padronizado de acordo com o tempo de conjugação do verbo. Por exemplo, na 

conjugação do verbo “falar”, o radical “fal-” é adicionado aos sufixos de acordo 

com o tempo para conjugar; no tempo presente, adiciona-se os sufixos {-o, -as, 

-a, -amos, -ais, -am}, conforme a pessoa do verbo. Esses padrões observáveis 

– estrutura de palavras e frequência de palavras – se correlacionam com 

aspectos particulares do significado, como tempo verbal e o conteúdo. O desafio 

para detectar padrões se encontra em quais características devem ser 

consideradas com aspectos relacionados ao significado. Dentre várias tarefas, a 

classificação é um tipo de tarefa que permite identificar perfis de características 

com alguma categoria em particular. 

Conforme Bird et al. (2019), a classificação é a tarefa de escolher o rótulo 

de classe correto para uma determinada entrada de dados. Em tarefas básicas 

de classificação, cada entrada é considerada isoladamente de todas as outras 

entradas, e o conjunto de rótulos é definido antecipadamente. Alguns exemplos 

de tarefas de classificação são: 

• decidir se um e-mail é considerado spam ou não; 

• decidir qual é a categoria de um artigo de notícias, a partir de uma lista 

fixa de áreas temáticas como "esportes", "tecnologia" e "política"; e 
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• decidir se uma determinada ocorrência da palavra “banco” é usada para 

se referir a uma instituição financeira, a um assento de praça ou ao ato de 

bancar uma determinada situação. 

Um classificador é dito supervisionado se for construído com base em 

corpora de treinamento contendo o rótulo correto para cada entrada. De maneira 

geral, tanto em machine learning quanto em NLP, um banco de dados com 

exemplos é dividido em dois conjuntos: um que ficará com o professor que irá 

ensinar efetivamente o modelo e outro com um professor que irá apenas avaliar 

o modelo: o seu conhecimento não será usado para a fase de aprendizagem. O 

primeiro conjunto é dito conjunto de treinamento e o segundo o conjunto de 

teste. Um processo de treinamento pode utilizar diferentes combinações 

aleatórias dos conjuntos, de acordo também com critérios de divisão do banco 

de dados e das quantidades de exemplos. 

Figura 7 – Esquema de classificação supervisionada 

 

Fonte: Elaborado com base em  Bird et al., 2019. 

Na figura anterior está descrito o esquema da classificação 

supervisionada. Em (a) durante o treinamento, um extrator de características é 

utilizado para converter cada valor de entrada em um conjunto de características 

(também denominado de “vetor de características”). Esses conjuntos capturam 

as informações básicas sobre cada entrada que devem ser suficientes para 

classificá-las. Pares de conjuntos de características e rótulos são alimentados 

no algoritmo de aprendizado de máquina para a geração de um modelo. Em (b), 

durante a predição ou teste, o mesmo extrator de características é usado para 
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converter para o conjunto de características as entradas que não estavam 

incluídas. Esses conjuntos de características são então inseridos com base do 

que foi aprendido pelo modelo, o que gerará então os rótulos preditos. 

Em processamento de linguagem natural, várias tarefas podem ser 

enquadradas na classificação supervisionada. 

• identificação de gênero em discurso – nomes que terminam em “a” 

provavelmente são do sexo feminino, enquanto os nomes que terminam 

em “o” provavelmente são do sexo masculino. 

• classificação de documentos – a partir do uso de corpora, pode-se 

construir classificadores que marcarão automaticamente novos 

documentos com rótulos de categoria apropriados. 

• anotação ou marcação (tagging) de parte do discurso (part-of-

speech) – pode-se treinar um classificador para descobrir quais sufixos 

de palavras podem indicar alguma informação relevante; por exemplo, o 

tempo e a pessoa de um verbo. 

• exploração de contexto – ao aumentar a função de extração de 

características, poderíamos modificar o anotador de parte do discurso 

para alavancar uma variedade de outros recursos internos da palavra, 

como o comprimento da palavra, o número de sílabas que ela contém ou 

seu prefixo. No entanto, desde que o extrator de características olhe 

somente para a palavra-alvo, não há como adicionar características que 

dependam do contexto em que a palavra aparece. Assim, as 

características contextuais podem fornecer dicas valiosas sobre a 

anotação (tag) correta. Por exemplo, ao marcar a palavra "partir", 

sabendo-se que a palavra anterior é "a", isso permitirá determinar que ela 

atua como uma locução adverbial, não como um verbo. 

• classificação de sequências – na captura de dependências entre tarefas 

de classificação de entradas que são relacionadas de forma sequencial, 

pode-se utilizar modelos de classificadores conjuntos, que escolhem uma 

rotulagem apropriada para uma coleção de entradas relacionadas. No 

caso de anotação de parte do discurso, uma variedade de diferentes 

modelos de classificador de sequência pode ser usada para escolher 

conjuntamente os rótulos de parte da fala para todas as palavras em uma 

determinada frase. 
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Como exemplos de algoritmos para classificadores estão o Naive-Bayes, 

classificadores de entropia máxima e redes neurais artificiais.  

TEMA 5 – EXEMPLO: CLASSIFICAÇÃO DE DOCUMENTOS 

Um exemplo de classificação de documentos será desenvolvido a seguir. 

Esse modelo fará a classificação de documentos relacionados ao Corpus de 

Revisão de Filmes (Movie Review Corpus) que categoriza as revisões como 

positivas ou negativas. O modelo a ser criado irá, portanto, permitir que a partir 

de uma palavra presente no texto, seja possível correlacionar essa palavra com 

o rótulo positivo ou negativo (Bird; Klein; Loper, 2019). 

Em primeiro lugar, é feita a importação da NLTK e do corpus de revisão 

de filmes: 

 

Em seguida, gera-se uma lista dupla no Python (“documents”) que 

relacione as palavras das revisões com o rótulo especificamente. 

 

Para identificar, por exemplo, uma revisão específica, basta colocar o 

índice para verificar (note, no final da lista, a palavra “neg”, indicando que a 

revisão de índice 100 é uma revisão com rótulo negativo): 
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É desejável que a lista de documentos esteja em uma ordem aleatória, o 

que pode ser conseguido a partir do comando “shuffle” do módulo “random”: 

 

A seguir, efetua-se uma contagem de palavras dentro do corpus, por meio 

do módulo “FreqDist”: 

 

Separa-se da variável "all_words" apenas uma lista das primeiras 2000 

palavras, sem a contagem: 

 

A próxima célula detalha a criação de uma função definida por usuário 

denominada “document_features”, que fará a extração das características, 

identificando a presença de cada palavra (ou não) contida em cada documento. 

 

Por exemplo, a chamada a essa função irá retornar, para um documento 

especificamente: 
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Note que se a palavra está contida no documento de revisão que foi 

detalhado no argumento (“pos/cv957_8737.txt”), ela irá indicar “True” se estiver 

presente ou “False” em caso contrário. 

A partir de agora, cria-se o modelo para fazer o treinamento propriamente 

dito. Dos três comandos, o primeiro é o que relaciona a extração das 

características (presença ou não de palavras na revisão) com o rótulo nos 

documentos. O segundo faz a divisão do conjunto de treinamento e do conjunto 

de teste ou predição. O terceiro comando é o classificador Naive-Bayes, que usa 

o conjunto de treinamento como argumento. 

 

Para avaliar se o modelo conseguiu aproximar das revisões fornecidas 

pelo corpus, utiliza-se a métrica da acurácia para a verificação do conjunto de 

teste (que não fez parte do treinamento) que retorna um valor de 0.81: 

 

É possível ainda verificar em detalhe as características mais relevantes 

encontradas no processo de avaliação do classificador (a partir do comando 

“shoe_most_informative_features”): 

 

É possível identificar que a palavra “seagal” possui mais avaliações 

negativas que positivas (em torno de 7.2 para 1), enquanto a palavra “mulan” 

obteve alto índice de avaliações positivas sobre as negativas (em torno de 8.6 

para 1). 
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FINALIZANDO 

Esta aula apresentou de maneira preliminar a linguagem Python e uma 

das bibliotecas mais utilizadas para processamento de linguagem natural, a 

NLTK . Com ela, é possível desenvolver scripts para execução de forma rápida 

e bastante interativa. Também foram explicadas algumas tarefas de NLP, como 

a tokenização, a derivação (stemming), a segmentação e a lematização. Em 

foco, a classificação e a avaliação de documentos foram abordadas, sendo 

explanado como um modelo genérico de classificação supervisionada é 

estruturado. O exemplo de classificação de documentos utilizando o Movies 

Review Corpus foi explicado, mostrando a prática de classificação no ambiente 

de programação Jupyter Notebook com a linguagem Python. 
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