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CONVERSA INICIAL

Quando enfrentamos problemas complexos de IA, a exemplo do
aprendizado em ambientes estocasticos episddicos e sequenciais, os métodos
tradicionais sao altamente eficientes para equacionar a politica ideal mesmo
quando n&o temos certeza sobre os resultados das agbes do agente. Esses
métodos exigem, entretanto, certa personalizagdo para cada problema
enfrentado e apresentam certas limitagdes, dificultando generalizagdes amplas,
o que justifica, até esse momento, a inexisténcia de bibliotecas de solugdes para
RL, por exemplo.

IA conexionista, em contrapartida, € uma aproximacao, por definigao,
genérica, posto que firma suas bases sobre uma modelagem matematica, néo
do problema em si, mas da unidade minima de pensamento, o neurdnio.
Arquitetada uma rede de neurdnios, basta treinar tal rede para que nos forneca
o resultado que esperamos.

Uma rede neural artificial ndo é, todavia, um ente computacional simples.
Para que seja possivel explorar seu potencial € necessario que entendamos
como as diversas arquiteturas, configuragdes e métodos de treinamento agem.

Nesta etapa, vamos entdo passar pelos conceitos basicos de neurénio
artificial, evoluindo para o entendimento dos processos de aprendizagem,
memoria e adaptagdo de redes de neurdnios artificiais. Ao final, seremos
capazes de entender as RNAs tradicionais e convolucionais envolvidas em

aprendizagem profunda.
TEMA 1 - NEURONIO ARTIFICIAL

A definicdo definitiva de pensamento e inteligéncia ainda séo incertas.
Estudamos IA sem de fato podermos conceituar o que ¢é inteligéncia, seja esta
artificial ou ndo. A melhor aproximacao foi feita por Turing ao final da Segunda
Guerra Mundial, mas ela apenas avalia se uma maquina apresenta ou nao
comportamento inteligente sem tangenciar a definigdo de inteligéncia
propriamente dita.

Os primeiros passos na tentativa de produzir artificialmente a inteligéncia
se deram no sentido da tentativa de reproducédo do cérebro humano. O que se

pretendia é sintetizar o pensamento pela reprodugéo da fisiologia cerebral. Essa




técnica foi abandonada apds poucos anos de pesquisa em razao da
incapacidade de processamento dos equipamentos da época. Foi retomada com

sucesso, entretanto, no final do século passado.
1.1 Neuronio biolégico

As pesquisas médicas sobre a fisiologia do cérebro e a comprovagao, em
1911, por Ramon y Cajal, da existéncia das células nervosas cerebrais,
orientaram as conclusdes dos matematicos da época no sentido de sintetizar as
fungdes de um neurdnio em uma modelagem numérica.

Para que entendamos tal modelagem, devemos evoluir um pouco mais
em nosso conhecimento da biologia cerebral. Na Figura 1 a seguir, ilustramos
um neurdnio genérico composto por um unico corpo celular. As observagdes dos
primeiros neurologistas determinaram que um neurbnio recebe sinais
eletroquimicos de outros neurdénios por meio de seus dendritos e transmite o
“processamento” dos sinais recebidos por meio de sua arborizagao axénica. O
cortex cerebral € constituido por varias regides e cada regido € composta de

neurénios com caracteristicas bioldgicas ligeiramente distintas.

Figura 1 — Neurdnio genérico
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Genericamente, entretanto, um neurénio pode receber informacdes de

muitos outros neurbnios da mesma forma que transmite a sintese dessas




informagdes para outra infinidade de pares. Segundo Haykin (2011, p. 33), o
numero de interagbes ou conexdes para um unico neurdnio pode chegar a
10.000 e as conexdes de uma unica célula neural montam também aos milhares.
A regiao de proximidade entre um dendrito de uma célula e a ramificacdo do
axoénio de outra recebeu o nome de sinapse.

A transmissdo do estimulo entre neurénios se da por pulsos de tensao,
originados no nucleo da célula, ditos spikes. Os spikes podem viajar entre
conjuntos de neurdnios, sofrendo ampliagdo ou decaimento conforme a
proximidade entre neurdnios e o tratamento que o nucleo da célula neural da aos
impulsos entrantes, antes de retransmiti-los para as sinapses de sua arvore
axoénica.

As sinapses representam o nivel mais fundamental da atividade cerebral,
e as arvores dendritais sdo o proximo nivel de “processamento”. Nesse nivel, os
estimulos advindos das células vizinhas sédo associados.

Um tipo de neurdnio dito piramidal, por exemplo, apresenta trés arvores
dendritais, duas basais e uma apical. Nesse tipo de célula neural, os estimulos
sinapticos sdo combinados em cada arvore antes de serem enviados ao nucleo.

O préximo nivel de processamento da informagdo ocorre em
agrupamentos neurais. Esses agrupamentos de células parecem realizar tarefas
especificas, e o0 agrupamento € sempre estimulado quando dada tarefa é
requisitada ao cérebro.

Tarefas complexas podem requisitar o envolvimento de tipos diversos de
neurénios. Nesse caso, circuitos inter-regionais sdo criados, conectando
neurénios de morfologias distintas pertencentes a regides diversas do cortex.

Essa enorme flexibilidade neural é tipica dos tecidos cerebrais e nao
encontra paralelo no restante da citoarquitetura humana.

As redes neurais artificiais estdo muito distantes da capacidade de
reproduzir essa arquitetura complexa, mas mesmo com uma modelagem
simpléria conseguem importar importantes caracteristicas do comportamento

inteligente.
1.2 Modelagem matematica do neurdnio

Agora que conhecemos, de maneira bastante basica, a morfologia neural

natural, podemos apresentar o modelo matematico que, mesmo de forma




rudimentar, representa esta citoarquitetura. Um neurénio artificial normalmente

€ modelado segundo a Figura 2 a seguir.

Figura 2 — Modelo de neurdnio
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Fonte: Haykin, 2011, p. 36.

A arvore dendritica é representada pelo vetor de entrada X ={x1, x2 ,...,
Xm} € 0 axoénio pela saida “y”. Cada elemento do vetor X tem um peso neural “w”
associado, que simulara a proximidade entre neurdnios, ou seja, a intensidade
da sinapse; por esse motivo recebem o nome de “pesos sinapticos”. Os pesos
sinapticos também podem ser representados na forma de um vetor de forma
analoga as entradas W={w1 , w2 ,..., Wm}.

O combinador linear, ou somador, modela o processamento da arvore
dendritica. A funcao de ativacdo simula o tratamento que o nucleo da célula
nervosa dispensa ao estimulo elétrico recebido dos dendritos.

O bias “b” foi inicialmente imaginado como modelagem possivel do
processamento de diversas arvores dendriticas. Percebeu-se, entretanto, que o
bias auxilia no ajuste prévio do nivel do somador, antes de entregarmos o
resultado para a funcao de ativacgao.

O resultado do somatério dos produtos de X e W é dito campo local
induzido ou potencial de ativagao, vk.

A saida do neurénio devera excursionar entre 0 e 1 ou entre -1 e +1.




Quanto a funcdo de ativacdo, essa equacdo matematica modelara a
reacao do nucleo celular a resultante dos estimulos, como ja citamos. Para dar
generalidade ao modelo, algumas fungbdes de ativagdo foram propostas pela
literatura, conforme descreveremos a seguir.

O primeiro modelo neural, proposto por McCulloch e Pits, em 1943,
utilizava uma fungao de ativacao limiar (degrau unitario ou Heaviside) descrita
pela equagao a seguir, cuja representagao grafica esta disposta na Figura 3 a
sequir.
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Figura 3 — Fungao de ativagao limiar
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Fonte: Haykin, 2011, p. 39.

Essa funcao de ativacado foi a primeira a ser proposta. O modelo de
McCulloch e Pits recebeu a designacgéo de Perceptron e tem utilizagdo nas redes
neurais atuais. A funcdo limiar tem a desvantagem de restringir “y” a valores
discretos.

A fungao sigmoide, que pode ser vista como uma suavizacado da fungao
limiar, normalmente conduz a melhores resultados por possibilitar a “y”
excursionar de forma nao discreta entre os niveis 0 e 1, como pode ser visto na

Figura 4 a seguir.




Figura 4 — Funcgéo de ativagédo sigmoide

1,2

1L
0,8 o)
0,6
0,4
0,2

ok

Aumentando

-10 8 -6 -4 -2 0 2 4 6 8 10

Fonte: Haykin, 2011, p. 39.
A equacéo dessa curva é dada pela seguinte equacgéo:

1
1+ exp(—av)

) =

Essa equacéao pode sofrer uma generalizagao ainda maior de parametros
se a representarmos pela equagao geneérica a seguir, por vezes chamada de

funcao softmax:
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Observando a equacao anterior, podemos intuir a aproximagdo com um
calculo de probabilidade. De fato, a fungao softmax pode ser aplicada para
transformar a saida em uma distribuigdo probabilistica.

Antes de seguirmos com mais algumas fun¢des de ativagao, é importante
comentar que esse modelo, por nés estudado até o momento, contempla um
modelo deterministico de neurdnio. Pode ser conveniente, em alguns casos,
encarar o disparo do neurdénio como um evento incerto e, nesse caso, a fungéo
de ativacado pode acrescentar essa incerteza em sua equacao.

Retomando as funcdes de ativacdo, devemos ainda conhecer a funcao

tangente hiperbdlica que tem aplicagdo mais restrita, mas merece ser citada:




= +1

Crédito: Brustolin 2022/UT

Finalmente, em exercicios empiricos mais recentes, a retificacdo de uma
funcao linear, dita ReLU ou Rectified Linear Unit, parece se enquadrar bem em
processos de aprendizagem profunda, nas camadas ocultas (tema ao qual

voltaremos em breve). A seguir, podemos ver a representagao grafica:

Crédito: Brustolin 2022/UT




1.3 Grafo do neuronio artificial

Especialmente importante, quando se intentar o uso de aplicagbes ou
bibliotecas de redes neurais, a exemplo do TensorFlow, a representagao dos
neurdnios e suas interconexdes como grafos orientados pode ser utilizada para
simplificar a apresentagcédo esquematica da rede. Na Figura 5 a seguir, podemos

visualizar o grafo classico de representacdo de um neurénio.

Figura 5 — Grafo de um neurénio
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E interessante observar que, para maior generalizacdo da representacéo,
preferiu-se tornar o bias um dos componentes do vetor X. Isso se faz tomando
um elemento xo € X de forma que seu valor seja sempre considerado positivo e
unitario. Feita essa consideragdo, podemos associar o bias ao peso sinaptico

dessa entrada como wo € W.
TEMA 2 — APRENDIZAGEM, MEMORIA E ADAPTACAO

No tépico anterior, entendemos como é possivel modelar um neurénio e
simular a intensidade de suas conexdes sinapticas com os neurdnios vizinhos
por meio dos pesos sinapticos. J& conhecemos as bases de algumas técnicas

de treinamento, de um neurénio artificial ou de uma colecao de neurbnios, para




10

que realizem determinada atividade. A selegdo da técnica de aprendizagem
dependera do tipo de atividade, ou tarefa, a ser realizado pelo arranjo neural.
Além disso, apos o treinamento, devemos entender como a memaria neural pode

ser mantida e como podemos tornar esse aprendizado mais flexivel.
2.1 Tarefas de aprendizagem

Segundo Haykin (2011, p. 91) seis sao as tarefas para as quais podemos
treinar uma rede neural, quais sejam: associagao de padrdes, reconhecimento
de padrdes, aproximacao de fungdes, controle, filtragem e formacao de feixe.

Na associacdo de padrdes, a rede deve aprender recuperar um padrao
ruidoso, ou seja, memorizara vetores padronizados e, ao receber um vetor
ruidoso, distorcido em relacado aos padrdes de treinamento, sabera recupera-lo,
associando-o a um dos vetores padrao. Dessa forma, a saida sera também um
vetor e ndo apenas um numero.

No reconhecimento de padrdes, a saida sera uma classe, ou seja, a rede
neural classificara o vetor de entrada como pertencente a um numero finito de
classes. Essa tarefa tem contornos estocasticos, posto que é capaz de criar
distribuicbes ou espagos de classificacdo de eventos. Maquinas de
aprendizagem profunda sao baseadas nesse principio.

A aproximagdo de fungdes € uma tarefa de aprendizagem na qual a
maquina se torna capaz de reproduzir um mapeamento entrada-saida em funcao
de amostras. Nessa tarefa, ndo se conhece a relagdo matematica entre X e y
mas sabe-se existir f(X)=y. A rede treinada de forma supervisionada com pares
(X,y) se torna capaz de, ao receber um vetor desconhecido Xi, reproduzir a
funcao yi=f(Xi).

A tarefa de controle refere-se a analise de indicadores de uma planta ou
processo qualquer com a finalidade de ajustar os parametros desse processo
para que mantenha os indicadores dentro de determinados niveis.

Na filtragem, o treinamento com padrbes n&o ruidosos confere a rede a
capacidade de, ao receber o padréo acrescido de ruidos, elimina-los, retornando
ao padrdo néao ruidoso original. A habilidade para essa tarefa torna as redes
neurais bastante importante para o tratamento digital de sinais.

Um tipo especial de filtragem € a chamada “formacé&o de feixe”, que trata

de identificar um feixe sonoro com o objetivo de localizar ou identificar dado
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objeto. Esse tipo de filtragem é usado em radares e pode ser objeto de

aprendizagem de uma rede neural.

2.2 Redes neurais e memoaria

Entendemos quais as tarefas realizaveis por um agrupamento ou mesmo
por um unico neurdnio. Vamos agora conceituar esses agrupamentos e entender
como o treinamento pode ser memorizado.

A evolugdo da neurociéncia computacional criou novos modelos de
neurbnios que mais se aproximam da funcionalidade das células cerebrais,
entretanto, o modelo simples de neurbnio, como descrito em nosso tépico
anterior, demonstrou ter caracteristicas interessantes quando encadeado com
outras entidades semelhantes. As redes neurais artificiais baseiam suas
unidades de formacao nesse modelo elementar estudado (Norvig, 2013, p. 635).

Quando conceituamos pesos sinapticos, dissemos que esses valores
modelam a for¢a da conexao neural. Assim, ao associarmos neurdnios artificiais,
a saida de um neurénio “yk-1” sera conectada a entrada xix do proximo neurdnio
“k”. Quando a entrada “xix” for processada pela funcéo de ativacao “¢«”, recebera
uma apreciagao ou depreciacao em relacdo as demais entradas, em funcéo do
peso sinaptico “wik”. Esse processo possibilita a associacdo de muitos neurdnios
de forma aleatodria do ponto de vista de arquitetura de conexéo.

Fundamentalmente duas sao as formas de associar neurdnios artificiais:
redes alimentadas adiante, na qual ndo ha lagos de recorréncia, e redes
recorrentes. Redes recorrentes podem apresentar problemas de estabilidade,
uma vez que suas saidas sao reinseridas na rede, possibilitando a oscilagao, se
um bom controle nao for implementado.

As redes alimentadas adiante, por sua vez, tém arquiteturas dispostas em
camadas. A camada que recebe o vetor de entrada é dita camada de entrada. A
camada interior da rede, se houver, é chamada de camada oculta; ja a camada
formada pelos neurbnios de saida sera denominada camada exposta ou de
saida. Redes alimentadas adiante se totalmente conectadas sao também
denominadas MLPs (MultiLayer Perceptron). No esquema da Figura 6 a
seguir, ilustramos uma MLP com camada de entrada (neurénios 1 e 2), camada

oculta (neurdnios 3 e 4) e camada de saida (neurdnios 5 e 6).
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Figura 6 — Rede neural alimentada adiante

Fonte: Norvig, 2013, p. 637.

Quando todas as entradas sédo conectadas diretamente a saida (ou seja,
quando nao ha camada oculta), a rede é chamada de RNA de camada unica ou
rede perceptron simples. Como observamos, nas denominagdes de redes, a
camada de entrada n&o é computada. Na Figura 4 anterior, por exemplo, temos
uma rede de duas camadas e nao trés. Isso ocorre porque, normalmente, se
designa um neurdnio na camada de entrada para cada xisem que esse neurdnio
interfira no sinal de entrada.

O treinamento de uma rede neural alimentada adiante é feito pela
alteracao de seus parametros livres, ou seja, pelo ajuste dos pesos sinapticos e
eventualmente do bias. A funcéo de ativacao de cada neurénio é definida antes
do inicio do treinamento e n&o sofrera alteragdes durante a aprendizagem.

Uma vez treinada, a rede sera capaz de executar determinada tarefa,
portanto, € capaz de armazenar ou memorizar o algoritmo associado a tarefa. A
esse fato se nomina memoaria associativa distribuida, uma vez que é composta
efetivamente pela colegdo dos parametros livres, distribuidos, ajustados da rede.

Haykin (2011, p. 101) afirma que a memodria associativa de uma RNA é
capaz de realizar um mapeamento distribuido entre a atividade do espaco
vetorial de entrada para um espacgo de saida determinado e controlavel.

Seguindo as conclusbes daquele autor, para conceituarmos
matematicamente a memdria de uma RNA, vamos sintetizar uma rede por

apenas um neurdnio que realiza a transducéo entre entrada e saida, que segue
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o modelo da Figura 5 anterior. Partindo da suposi¢cado de que temos uma fungéo

de ativacéo linear, é possivel considerar a saida da rede de dimensao “m” como:

m
ki = ZWUU{)X}U, i=12,...,m
j=l

Para que essa equacao seja valida, aceitamos a dimensionalidade da
rede como dada pela dimensdo “m” do vetor “X” de entrada. Igualmente
aceitamos que a dimensao do vetor Y, de saida, sera a mesma de “X”. Outra

forma de vermos a mesma equacgao sera na representacao matricial:

Yk1 wi (k) wip(k) o wyp (k)
kz‘ _ I W21:(k) Wao ('k) WZm(k) ‘ I ‘
W1 (k) wpa(k) .. Wmm(k) Xkm
A matriz “W” constitui a memdéria da rede, que é recursivamente treinada
para absorver o conhecimento. Quando o erro de mapeamento se torna
pequeno, interrompe-se o treinamento e nominaremos a matriz de pesos

ajustados como M, designando a memoria associativa adquirida pelo

treinamento. Podemos entao escrever:
M=YXT

Conforme acabamos de entender, a memoéria da rede M é capaz de
mapear a entrada X para a saida Y. Porém, a obtencdo de M é feita de forma
iterativa pelo ajuste de W a cada vetor de entrada. Dessa forma, a memoria sera
capaz de reconhecer os vetores de treinamento, mas com um “ruido”. Esse ruido
€ proveniente da presenca, em M, da memdria cumulativa dos demais padrdes
vetoriais de entrada.

Imaginemos agora que a rede recebe um vetor Xnovo desconhecido da
rede, mas préximo de um padréo de treinamento Xi qualquer. E provavel que a
rede interprete Xnovo como se Xi fosse. A isso denominamos capacidade de
generalizagao da rede.

Se medirmos o angulo espacial entre Xnovo € Xi podemos determinar qual
o ponto de alteragcédo da expectativa de saida da rede, mas esse angulo ndo sera
0 mesmo para todos 0s Xnovo, Uma vez que a escolha dos padrdes (amostras) de
treinamento é aleatéria. De qualquer forma, a generalizagdo (e, portanto, o

aprendizado da rede) € um fendmeno estocastico. Existe uma probabilidade,
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eventualmente calculavel, da rede generalizar corretamente, mas ndo ha certeza
do mapeamento correto para um vetor aleatoério X entre entrada e saida. Vamos

examinar esse tema com um pouco mais de detalhes a seguir.
2.3 Teoria estatistica da aprendizagem

Ja entendemos que uma rede neural € capaz de memorizar um
mapeamento entre entrada e saida, mesmo que esse mapeamento nao seja
plenamente conhecido por quem a treina. Dito de outra forma, suponha que a
relagdo entre o espaco de entrada X e o espaco de saida D possa ser escrito
como D = F(X), desconhecida. A rede neural é capaz de memorizar uma relagéo
D = f(X,W) que se aproxima de F(X), mas nao sera idéntica a F(X) por hipétese.

Essa “maldi¢ado” ocorre, como ja estudamos, em fungéo do ruido inserido
na predi¢cdo de Xi pelos outros vetores de treinamento pertencentes mesmo ao

espaco vetorial T a que Xi pertence. Dessa forma, poderiamos escrever:
D = f(X,W) +€

Em que € designa o erro esperado na estimativa de “D” em funcéo de “X”
durante o treinamento.

De certa forma, sem nos delongarmos em calculos matematicos,
podemos intuir que a parte linear de € pode ser ajustada pelo parametro do bias.

Terminado o treinamento, espera-se que € tenda a zero, embora possa-
se pensar que ha um limite no nimero de amostras A que uma rede pode
aprender para que € permanecga “suficientemente nulo”, ou seja, tdo baixo que
possa ser considerado nulo. De fato, esse parametro é chamado de dimensao
V-C. O calculo de V-C é normalmente intratavel, mas pode-se imaginar que ha
certa proporcionalidade entre V-C e a dimensédo de W, mesmo que nao linear.

Supondo que se obtenha A eliminando o erro de aprendizagem €, ndo ha
garantia de que as amostras escolhidas, embora na quantidade correta,
minimizar&o o erro quando a rede entrar em modo de generalizag&o.

Uma “boa amostragem”, entretanto, pode reduzir € uma vez que
potencialmente reduzira o angulo maximo entre os vetores padrdo e o vetor

qualquer de entrada melhorando a estimativa de Y (saida do neurénio). Assim:

Y = f(X,W) +Eg
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E de se esperar que Y se aproxime de D, embora, da mesma forma que
dissemos anteriormente, provavelmente ndo ocorrerd Y=D exceto para A,
permanecendo um erro €g, como resultado da presencga do angulo espacial entre
a amostra de treinamento e o vetor de entrada real.

A esse erro que se aproxima de Y por f(X,W) +E5 denominaremos erro de
generalizagdo. Podemos imaginar uma regiao de crenga na qual encontraremos
D; esta sera delimitada por € em torno de Y. Essas conclusdes tornam o
processo de aprendizagem fortemente estocastico.

Compreendido esse paradigma, podemos mergulhar em uma técnica de
treinamento para redes neurais que leva em conta a correg¢ao iterativa do erro

de treinamento.
TEMA 3 - TREINAMETO DE MLP E CONVERGENCIA

A aprendizagem de uma rede neural artificial alimentada adiante, MLP,
como ja podemos intuir por tudo que comentamos a respeito dessas entidades
até o momento, é feita por métodos iterativos. Esses algoritmos de treinamento
alteram os pesos sinapticos de forma dindmica, controlando o erro, no caso de
métodos supervisionados, ou a estabilidade desses parametros, no caso de
aprendizagem nao supervisionada. Neste tema, entenderemos como realizamos

o treinamento supervisionado de uma RNA MLP.
3.1 Epocas de treinamento

Em nossa secao anterior, descobrimos que, para realizar o treinamento
de uma MLP de forma supervisionada, devemos escolher, no espaco de
operacao da rede, pares de vetores X e D, de forma que a rede aprenda o
mapeamento
D =f(X,W). Dito de outra forma, devemos amostrar o espaco de eventos e ajustar
W para que a saida da MLP corresponda a D. Também aprendemos que esse
mapeamento, em funcao do ruido, apresentara um erro de treinamento €.

Citamos a possibilidade de se reduzir € pela apresentagao reiterada da
colecdo amostral a MLP, ajustando-se, a cada iteragdo, W. Esse processo
iterativo de repetir o ajuste de W com a mesma amostra é chamado de época

de treinamento.
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Vamos supor que temos 50 amostras de um mapeamento
hipoteticamente infinito. A rede pode ser treinada em uma primeira época pelo
ajuste de W para essas 50 amostras. Verificado €, pode ser necessario um novo
ajuste (ou uma nova época de treinamento). Essa segunda época sera realizada
com as mesmas 50 amostras.

As épocas se repetirdo até que se atinja € suficientemente pequeno.
3.1 Superficie de erro

Ao observarmos a evolugao do erro € durante as épocas de treinamento,
esperamos, intuitivamente, um comportamento linear, de forma que mostre um
valor menor a cada iteracao €. Esse, entretanto ndo € o comportamento tipico
de €.

Haykin (2011, p. 261) afirma que a superficie de € para um MLP é uma
funcdo altamente n&o linear. Assim, nao devemos esperar linearidade alguma
na evolugcao de €. Podemos prever a existéncia de minimos locais e platds, ou
seja, precisaremos de muita matematica ou boa dose de sorte para
encontrarmos um minimo global para €. A Figura 7 a seguir exemplifica uma

distribui¢ao tipica do erro em fungao das sequentes iteragoes.
Figura 7 — Superficie de erro em RNA

Configuragao
inicial dos pesos

Erro de saida

Configuragao
pesos locais

v

Pesos sinapticos

Crédito: Brustolin 2022/UT

Dessa forma, sera necessario controlar a evolugao de €, mas ja sabemos

de antemao que, dada a nao linearidade, a quantidade de iteracbes nédo tem
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relagdo direta com a reducdo de €. Dito de outra forma, podemos ter um

resultado 6timo para 10 épocas e um resultado muito pior para 10.000 épocas.
3.2 Gradiente descendente

Gradiente descendente € uma metodologia de busca local de derivadas
negativas em espacos nao lineares. Por ser uma busca local, esses algoritmos
nao sao necessariamente 6timos, ou seja, somente serdo completos se o ponto
de partida for factivel (Castoldi, 2011, p. 74). Para que entendamos a
metodologia, devemos visitar o conceito matematico de gradiente de forma
bastante singela.

Suponhamos uma fungdo multivariada @= f(x,y,z...). Se desejarmos
derivar &, devemos escolher a variavel em funcdo da qual a derivada sera

calculada. Assim, podemos derivar @ parcialmente em fungéo de x, de y, de

z,... e representamos a derivada parcial de & em fungdo de x como 010x. O

gradiente de @, V@, sera um vetor no espago vetorial de @, formado por todas

as derivadas parciais de @. Podemos escrever:
V@ =[0@10x, 0210y, 0010z, ..]

Saiba mais
Mais detalhes sobre a teoria matematica envolvida podem ser vistos em
McCallum (2017, cap. 3).

O interessante sobre V@ é que ele é um vetor que aponta no sentido de
crescimento da funcao @. Dessa forma, se buscamos o0 minimo de uma funcéao
@, basta caminharmos em diregéo contraria a V@.

Voltando ao problema do erro no ajuste dos pesos sinapticos. Supondo

¢ ”

que o “d;” represente o valor desejado na saida “y;” de um neurdnio

“yn

|” da camada
exposta de uma rede neural, podemos escrever sobre o0 sinal de erro apds a

enésima iteragao:

€(n)= dj(n)- yi(n)

Vamos conceituar a energia do erro €(n) em uma rede neural com a

metade da variancia de &€(n). Isso é util porque ocorrem erros positivos e
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negativos durante o treinamento e, se simplesmente os somassemos para obter
a estimativa do erro total, por intermédio do desvio da média, os erros negativos

enviesariam a soma. Assim:

€m =7y &2

jec

A energia média pode ser encarada como o custo do treinamento, uma
vez que seria obtida pela média aritmética de todos as n energias de erro durante
dado treinamento. Um treinamento mais eficiente tera uma € média menor que
outro algoritmo de menor eficiéncia.

Justo seria imaginar que o gradiente de € nos indicara a diregcao de
minimizagcdo do erro. Uma aplicacdo pratica desse conceito se da pela
retropropagacao do erro de forma a corrigir os pesos sinapticos da rede.

O custo do treinamento pode ser estimado por varias outras formas além
da energia média do erro. Uma forma interessante para camadas de saida n&o
discretas € medir a convergéncia entre o valor de ya em uma época em relagéao
a préxima predigao, *ya. Essa técnica contorna o problema do enviesamento da
somatoria dos erros, que ja comentamos, uma vez que ndo avalia diretamente o
erro, mas sim a estabilidade da saida, ou entropia da saida. De forma a
considerar a aproximacgao nao linear da derivada nula, o custo utiliza o logaritmo

da predicéo “ya. Escrevemos:
Custo = — ) ya * log(*ya)

Essa fungao é chamada de “custo de entropia cruzada”. Da mesma forma,

podemos buscar a minimizagao dessa fungao por gradiente descendente.
3.3 Retropropagacao do erro

Entendemos que o calculo do gradiente do erro nos possibilita uma forma
segura de controla-lo. O erro, por sua vez, em uma rede neural, depende
basicamente do ajuste que se faz dos pesos sinapticos. Podemos entdo pensar
que o gradiente parcial em relagao a “w” nos fornecera a diregdo de minimizagéo
do erro em fungéo dessa variavel. Assim, sera possivel corrigir 0 peso wn por um

incremento Aw que pode ser calculado pelo gradiente, como segue:
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Aw = — 0€/Ow

Pode ser interessante suavizar o ajuste de wn, dada a nao linearidade da
superficie de erro, por um fator que chamaremos de “taxa de velocidade de
aprendizagem”, ou “taxa de aprendizagem q”’. Como a superficie tem
caracteristicas fortemente n&o lineares, um ajuste abrupto de wn pode conduzir
a proxima iteragao para fora da area de descida, tonando o erro maior. Dessa

forma, € mais conveniente ajustar Aw pela equagao:
Aw = q 9€/ow

Derivar o erro significa derivar a diferenga entre d e y; por sua vez, y pode
ser escrito como uma funcao de x, w e da fungao de ativacdo do neurdnio. Assim,
ao aplicarmos a derivada, eliminamos as constantes e terminaremos com a

derivada da funcao de ativagdo. Haykin (2011, p. 193) demonstra que uma boa
forma de aproximar ociow & pela multiplicagdo do gradiente local de cada

neurdnio pelo sinal de entrada. Assim, podemos escrever:

Correcao - ; Gradiente Sl(Iilal de ef)tll‘ac.ia
de peso |=|taxa de aprendizagem |. local 0 neuronio j
AWji (Tl) Vi (n)

No que se refere ao gradiente local, Haykin demonstra que seu calculo
pode ser feito pela multiplicagcdo da derivada da fungao de ativacao pelo sinal de
erro do neurdnio. Tomando o gradiente por & e a derivada da funcao de ativagao

do neurdnio como ¢’, podemos escrever:
S=@'(v)* €

Em que “v” é o valor do campo local para a entrada X.

Essa conclusao é facilmente aplicada na camada exposta, em que o erro
de cada neurdnio de saida corresponde ao erro da rede neural.

Essa corregéo, entretanto, néo é suficiente para ajustar a memoria da rede
ao padrao; sera necessario propagar o ajuste de wn para as camadas anteriores
a de saida. Esse processo sera dito retropropagacao do erro (ou BP, Back

Propagation, em inglés).
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O ajuste de wn por Aw nas demais camadas anteriores a de saida nao
pode basear-se no erro, ja que ndao ha como conhecer o erro do neurénio,
apenas o erro da saida da rede. Nesses casos, o uso da soma ponderal dos
gradientes locais da camada posterior, conectada ao neurénio, substituira o erro,

possibilitando o calculo.
3.4 Critério de parada

As iteragbes para ajuste de W devem ser suspensas em dado ponto. Ja
ficou claro que o numero de iteragbes ndo é um bom critério. Podemos ter um
resultado 6timo para uma dezena de épocas e um resultado muito pior para
milhares de épocas. Assim, a parada deve ser definida pela estabilidade da

energia do erro, ou seja:
dciow =0

Como a descricao da equacéao de € nao é facilmente obtida, o calculo da
derivada literal também nao sera possivel. Normalmente, uma variagao entre
iteracbes para o valor de €<1% é um bom indicio de que estamos nos
aproximando da regiao de derivada nula. Dessa forma, ja somos capazes de
treinar de forma supervisionada uma MLP e sabemos em que ponto devemos
concluir o treinamento.

As MLPs, como afirmamos anteriormente, sdo entidades estaveis
temporalmente, por ndo possibilitarem a realimentagcdo de parametros. Se
neurdnios da rede recebem realimentacdo de camadas posteriores a ele, a rede
tera uma memoria de curta duragdo diversa do comportamento em regime.

Vamos estudar este tépico em seguida.
TEMA 4 — PROCESSAMENTO TEMPORAL

Até esse momento, concentramos nossa atencdo em redes nas quais o
processamento depende exclusivamente da memoria obtida pelo treinamento.
Nas arquiteturas de redes alimentadas adiante, estudadas, treinamos a rede até
que o gradiente de erro se torne muito préximo de zero, e entdo encerramos o
treinamento e colocamos a rede para operar, ou seja, para que generalize o

aprendizado. Essas redes podem ser ditas atemporais, uma vez que n&o reagem
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ao tempo, ou seja, ndo reagem ao momento no qual o padrdo ou o vetor de teste
percorre a rede.

Em algumas aplicagdes, pode ser interessante que facultemos esse tipo
de operacao, dito processamento temporal, especialmente em processamento
de fala, quando a predicdo do proximo fonema depende, em boa parte, do
anterior, uma rede temporal pode ser mais util e eficiente. No caso de RL, a
temporalizacido da rede € de nosso especial interesse, uma vez que nos
possibilitaria manter uma memaoria marcoviana dos estados do agente.

Duas séo as formas de incorporarmos o tempo na operagao de uma RNA.
Podemos alterar a arquitetura de uma MLP, agregando uma memoria de curto
prazo externa ou criando uma rede recorrente. Vamos, a seguir, estudar ambas

as possibilidades.
4.1 Processamento temporal em redes alimentadas adiante

Uma MLP classica apresenta ao menos uma camada, exceto a de
entrada. A camada de saida, nesse caso, é totalmente conectada com a de
entrada, ou seja, cada saida de um neurénio da camada de entrada é conectada
com uma entrada de cada neurbnio da camada exposta. Podemos alterar uma
pouco essa topologia pelo acréscimo de uma “linha de atraso”, conforme se vé

na Figura 8 a seguir.

Figura 8 — Linha de atraso

Unidade 1 Unidade 2 Unidade p
Sinal de x(n —1) x(n=2) x(n-p+1) x(n—p)
1 71 71
entrada
x(n)

!

Y
Terminais de saida

Fonte: Haykin, 2011, p. 689.

Essa linha baseia-se no atraso temporal inserido em uma funcéo pela
transformada z. Ndo mergulharemos na matematica envolvida, uma vez que, nas
aplicagdes computacionais, basta nos retermos a informacgao anterior em uma
memoria do sistema. O sinal x(n—1) € o vetor de teste que antecedeu a x(n), da

mesma forma que x(n—2) é o vetor que antecedeu a x(n—1).
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Podemos agora agregar essa estrutura de atraso a entrada da rede

neural, como se vé na Figura 9 a seguir.

Figura 9 — MLP com linha de atraso

Entrada
x(n)
[ > I >

71

x(n—1)¢

-1

2 Saida

x(n— 2)1 y(n)
<
z1

x(n—p)

Fonte: Haykin, 2011, p. 695.

O treinamento de uma rede, como a representada na Figura 9 anterior,
pode ser feito por retropropagacdo de erro, como aprendemos em momento
anterior. Naturalmente sera necessario “carregar’” a memoéria antes de cada
propagacao para frente. Apds a propagacéo, segue-se o algoritmo padréo,
comparando com o valor desejado e retropropagando o erro camada a camada.

Para modelos de Marcov de ordens baixas e com vetores de entrada de
baixa dimensionalidade, o modelo de MLP temporal pode ser util. Conforme a
ordem cresce, ou seja, quando exigimos memaorias mais antigas, a complexidade
do algoritmo de BP cresce, mas o problema se torna exponencial quando

precisarmos predizer processos multivariados temporais.
4.2 Processamento temporal neurodinamico

Outra forma de agregar uma meméoria de curto prazo em uma rede neural
€ a insergao de recorréncia. As redes que apresentam recorréncia em um ou
mais neurdnios serdo ditas RNR (redes neurais recorrentes) ou RNN (recurrent

neural network, em inglés).
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A recorréncia em RNRs pode ser local ou global. As recorréncias locais
sao obtidas pela reinsercao do sinal de saida de um neurdénio em uma de suas
préprias entradas; ja a recorréncia global se da pela reinsercao do sinal de saida
da rede em uma camada anterior. A recorréncia global € de estabilidade
complexa e o estudo dessa estabilidade é chamado de neurodinamica, a qual
nao fara parte de nossos estudos.

Na Figura 10 a seguir, ilustramos a recorréncia local de camada oculta.

Figura 10 — RNR local

Fonte: Brustolin, 2022.

Observando a rede da figura e supondo uma evolugéao discreta do tempo
em periodos descontinuos O, t, £+1, £+2,... podemos imaginar no instante t=0
que um vetor de entrada X(t=0) sera propagado até a saida Y(t=0) como em uma
MLP tradicional, e poderemos, se desejarmos, comparar o valor de Y com D,
calculando €.

Logo que atingimos t, entretanto, a camada oculta apresentara um
comportamento distinto para X(L) que o presente em t = 0. Nesse instante, a
saida dos neurdnios ocultos de t = 0 sera reinserida na entrada desses mesmos
neurénios. Havera uma memdria do instante anterior, modificando o proximo
instante. Dessa forma, podemos converter a rede temporal como uma sequéncia
desdobrada de redes atemporais. A cada intervalo £, uma nova rede é criada

para tratar o vetor de entrada, como ilustrado na Figura 11 a seguir.
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Figura 11 — RNR desdobrada

Entrada 1

O:'> RNA 1 —— Saida 1

Entrada 2

O:> RNA 2 —— Saida 2

Crédito: Brustolin 2022/UT

Vejamos que a rede que trata a “Entrada 1” ndo € a mesma que trata a
“Entrada 2”, uma vez que parte do sinal de “1” é reinserido em “2”. Essa forma
de entender as RNNs nos ajudara a estudar seu treinamento por BP, assunto

que abordaremos a seguir.
4.3 Retropropagacao temporal

A ideia de se desdobrar uma RNN de forma a podermos trata-la como
uma MLP tradicional nos traz varias vantagens. A capacidade de treinar a rede
por BP é uma delas. Para tanto, precisamos entender que o erro se torna
temporal, ou seja, € necessario considerar a variagdo temporal do erro. Outro
fator importante a se considerar € que, além da matriz W que multiplica X, ha
uma segunda matriz temporal de Wt que representa os pesos sinapticos das
realimentagdes temporais. Para entendermos W, basta imaginar que, quando
um neurdnio recebe sua propria saida, um peso sinaptico estara associado a ela.

Na retropropagacdo em MLP, o célculo da variagdo de w para os
neurdnios de saida diferiam do calculo das camadas ocultas, posto que, nestas,
nao se conhece o sinal de erro.

Naquela oportunidade, afirmamos que a soma ponderal em relacdo a w
dos gradientes de erro dos neurbnios de saida poderiam ser utilizadas para
calcular o Aw dos neurénios ocultos.

Da mesma forma, na retropropagacao temporal (BPTT, Back Propagation
Throught Time, em inglés), considerando a RNN desdobrada, sera necessario

somar ponderalmente todos os gradientes temporais até o final da época.
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4.4 Problema da dissipagao da memaria

Como acabamos de estudar, na BPTT somamos os erros temporais para
o calculo do gradiente de erro. No inicio da época de treinamento, o efeito do
erro temporal sera significativo, mas conforme nos aproximamos do final dos
padrdes, a multiplicacado e diferenciagao sucessiva, principalmente em funcdes
de ativagao signoides, termina por varrer da memoria os primeiros padroes,
tornando o processo bom apenas para baixas ordens de Markov.

O processo de BPTT apresenta uma memoaria proxima, mas nao é capaz
de guardar resquicios significativos de memoarias distantes. Esse € um fenbmeno
bastante estudado em aprendizagem profunda e recebe o nome de Vanishing
Gradient Problem (VGP).

Saiba mais

Ndo sera nosso escopo aprofundar a solugdgo do VGP, apenas
indicaremos o artigo de Hochreiter e Schmidhuber (1997), que introduziu as
redes LTSM (Long Short-Term Memory), as quais possibilitaram uma boa

retencao de eventos pregressos.

TEMA 5 — REDES CONVOLUCIONAIS

Uma das questdes problematicas em treinamento de redes neurais se
refere a incorporacao de invariancias a memoria da rede. As redes alimentadas
adiante tém eficiéncia sofrivel no reconhecimento de invaridncias. O exemplo
mais contundente se da em reconhecimento de imagens por computador. Uma
imagem nao pode ter sua classificagcdo de saida alterada em fun¢éo da rotagao
ou de varrigées de luminosidade ou mesmo da localizagdo da imagem no frame
consumido pela maquina.

Redes neurais convolucionais (CNN) tém uma arquitetura que possibilita

a incorporacgéo dessas invariancias.
5.1 Historico da arquitetura

O trabalho de Hubel e Wieser (1968, p. 215 e seguintes) demonstrou que
o cortex visual animal tem diversas organizagdes celulares sensiveis distintas.
Esses conjuntos celulares sao ativados conforme a complexidade da regido da

imagem que os sensibiliza.
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Conjuntos de células simples s&o sensibilizadas quando observam
padrées simples, a exemplo de linhas. Em contrapartida, conjuntos complexos
sao sensibilizados por combinagdes de padroes simples.

Com base no estudo de Hubel, elabora-se a ideia hierarquica de
representacdo de imagens. Passamos a entender imagens complexas como
combinagdes de elementos mais simples como arestas e ndo apenas pela matriz
composta pelos elementares da imagem, os pixels.

Do ponto de vista de implementagéo, o empilhamento de camadas mais
se assemelha a conclusdo acima do que imensas camadas de entrada. Da
mesma forma, a plena conexao entre neurénios de camadas sucessivas, tipica
da MLPs, nao faz sentido nessa arquitetura, uma vez que buscamos especializar

conjuntos de neurénios.
5.2 Mapa de caracteristicas

Na Figura 12 a seguir, ilustramos uma CNN elementar. Vamos observar
que os neurdnios de entrada sdo seletivamente conectados aos neurbnios

ocultos.

Figura 12 — CNN elementar

AN

Fonte: Brustolin, 2022.
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As CNN geralmente dedicam conjuntos de neurdnios por regides da
imagem. A camada de entrada captura alguns pixels, associando-os a camada
oculta, segundo campos receptivos. Na Figura 12 anterior, podemos ver que
tanto o neurdnio de entrada 2 quanto 3 estao conectados aos mesmos neurénios
da camada oculta, configurando um campo elementar.

Cada campo se torna um filtro ndo linear cujos pesos s&o ajustados para
que o neurdnio seja ativado apenas se estiver presente o estimulo do padréo. A
CNN amostrara entdo toda a imagem, aplicando os filtros neurais, criando um
mapa de caracteristicas (feature maps) da imagem “convulocionada”. Novas
amostragens podem ser feitas sobre os feature maps, concolucionando a
imagem uma segunda vez. Na Figura 13 a seguir, ilustramos o procedimento
para dois estagios. Nesse exemplo, sao aplicados oito filtros convolucionais em
C1, logo, diremos que a CNN tem profundidade 8 no primeiro estagio de

convolugao.

Figura 13 — CNN

C1 feature C2 feature
maps maps

S2 feature
maps

S1 feature
maps

Output

Full
connection

\

Convolutions

N

Convolutions

\

Subsampling

\

Convolutions

Subsampling

Fonte: Lecun; Kavukcuoglu; Farabet, 2010.

Observamos que, apos o primeiro estagio convolucional, os mapas sao
reduzidos. Esse estagio € denominado pooling, uma vez que amostra os mapas
em busca de caracteristicas essenciais, desprezando outras, menos
importantes, como a localizagcdo de determinado mapa no frame. Apos as
convolugdes e poolings, 0os mapas sao classificados por uma RNA alimentada

adiante.
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5.3 Deep Q-Learning Network

As redes neurais ndo sdo apenas aplicaveis em reconhecimento de
imagem, mas também podem ser engenhadas para auxiliar em processos de
aprendizagem por reforco. De maneira especial, sdo um bom recurso para a
estimativa da politica 6tima via maximizagao do valor da acéo, Q.

A determinacdo da politica 6tima em reinforcement learning, como ja
sabemos, embora tenha encontrado um formalismo matematico a contento pelas
equacobes de Bellman, ndo tem implementagdao simples. Métodos recorrentes
sao normalmente escolhidos para equacionar o problema.

A escolha de métodos iterativos nos remete, mesmo que
inconscientemente, as redes neurais € ao seu treinamento iterativo por
retropropagacao de erro. Vamos tecer algumas consideragées matematicas para
comprovar essa intuicao.

Tomando a equacgado recorrente para calculo de Qmax em sistemas

estocasticos temporais:

Q(s,a) =Q(s,a) + a(r + ymaxQ(s'a") — Q(s, a))

Podemos encarar q(r + y maxQ(s’a’)) como o valor alvo de nossa iteragéo
ao passo que Q(s,a) é o valor da predigao atual. Paramos as iteragbes para o
calculo de Q*(s,a) quando o valor de Q(s,a) apresenta variagao suficientemente
baixa. Esse processo é o equivalente a minimizagdo da segunda parte da
equacgao.

Uma forma de minimizar a distancia entre q(r + y maxQ(s’'a’)) e Q(s,a) é
pela minimizagao da distancia quadratica, por gradiente descendente.

Se fizermos essa consideracdo, o uso de redes neurais se torna uma
opc¢ao natural para o calculo da politica 6tima. Mas qual das arquiteturas melhor
se encaixaria na estimativa de parametros?

Se tomarmos o ambiente como uma imagem a ser entendida pelo agente,
podemos convolucionar o ambiente para extrair suas caracteristicas e entao
maximizar a fungao valor do estado.

Naturalmente esse € um tema excessivamente complexo para que o
tratemos nesse ponto de nosso estudo, basta-nos, por hora, entender a

aplicabilidade das RNAs também em RL.
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FINALIZANDO

Nesta etapa, mergulhamos nas redes neurais artificiais para entendemos
como seria possivel solucionar um problema de aprendizado em ambiente
estocastico tanto em meios atemporais quanto sequenciais, pelo uso dessas
redes.

Para chegar a esse ponto, percorremos um virtuoso caminho, entendendo
0 modelamento do neurbnio e as arquiteturas basicas de redes.
Compreendemos também de que forma uma RNA adquire memaria, como pode
ser treinado e as limitagbes de generalizagdo. Finalmente, fizemos um breve
passeio em arquiteturas temporais e redes convolucionais. Os tdépicos foram
estudados com a profundidade minima necessaria para a compreensao das
aplicagdes possiveis dessa ferramenta de |A. Para aqueles que eventualmente
desejam operacionalizar essas redes, recomendamos a leitura das obras

referenciadas ao longo do conteudo.
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